 Sistemi za podršku odlučivanju i ekspertni sistemi
1.2 Podrška odlučivanju u organizacijama
Podrška odlučivanju je potrebna iz najmanje tri razloga:
· Velika količina podataka koju treba obraditi

· Vreme za odlučivanje je uvek ograničeno
· Postoji potreba donosioca odluke da donese ispravnu odluku

Za podršku odlučivanju u organizacijama u današnje vreme najčešće se koristi naziv poslovna inteligencija. Poslovna inteligencija se definiše kao: Skup informacionih tehnologija, organizacionih pravila kao i znanja i veština zaposlenih u organizaciji udruženih u generisanju, zapisivanju, integraciji i analizi podataka sve sa ciljem da se dođe do potrebnog znanja za donošenje odluka.
Odluke koje se donose u organizacionom okruženju mogu biti:

· Operativne – najčešće izvršavane odluke koje karakteriše mogućnost dovođenja do perfekcije izvršavanja, zbog učestalosti izvršavanja i zbog strukturiranosti (bitna je efikasnost)
· Taktičke – predstavljaju sponu između operativnih i strateških, služe za prevođenje strateških u operativne (bitna je efektivnost)

· Strateške – najsloženije koje treba doneti, za njihovo donošenje i realizacuju potrebno je najviše vremena

Podršku odlučivanju, kao i PI karakteriše sinergija informacionih tehnologija, organizacionih pravila i ljudskog zananja i veštine.
Podrška odlučivanju može da se koristi za sve vrste odluka, ali je ona najznačajnija na strateškom i taktičkom nivou donošenja odluka. Podrška odlučivanju je zastupljena svugde gde je potrebno donositi ispravne upravljačke odluke. Podrška odlučivanju je metadisciplina koja prožima sve ostale discipline, ona nije zamena za ostale discipline. Podrška odlučivanju može da se pridoda svim organizacionim disciplinama i da unapredi funkcionisanje organizacije.
1.3 Strukturiranost problema

Samo sa strukturiranim problemima se može raditi, a problem je što problemi koji se sreću su najčešće nestrukturirani. Po Simon –u strukturiranost se moože izjednačiti sa njegovom definisanošću, a pod potpuno strukturiranim problemom se podrazumeva da:

· je problem jasan
· su precizno definisani ulazni podaci

· su poznati načini na koji se vrši analiza i dolazi do rešenja
Problemi koje je potrebno rešavati sa stanovišta odlučivanja mogu biti strukturirani, polustrukturirani i nestrukturirani. Strukturiranost se meri u odnosu na stepen znanja koji DO poseduje u određenoj oblasti.
Prevođenje problema odlučivanja iz nestrukturiranosti u strukturiranost je jedan od najbitnijih zadataka podrške odlučivanju.

Prerma vrsti odluka: operativne odluke – strukturirane; taktičke odluke se kreću od potpune ka delimičnoj strukturiranosti; strateške odluke – uglavnom nestrukturirane u najboljem slučaju polustrukturirane.
1.4 Sistemi za podršku odlučivanju
Ima za cilj unapređenje poslovnog odlučivanja. Počeci vezani za '50 i '60 godine prošlog veka. Turban definiše SPO preko većeg broja definicija:
SPO treba da bude pomoć DO u smislu povećavanja njihovih sposobnosti, a nikako kao zamena njihovih procena.

SPO je sistem baziran na računaru koji daje podršku rešavanju klase polustrukturiranih ili nestrukturiranih problema u procesu donošenja odluka.

Čupić  daju sledeću definiciju SPO: Sistemi za podršku odlučivanju su informacioni sistemi, koji su slični i komplementarni standardnim informacionim sistemima i imaju za cilj da podržavaju, uglavnom, poslovne procese donošenja odluke. Predstavljaju simbiozu informacionih sistema, primene niza funkcionalnih znanja i tekućeg procesa donošenja odluka.
Turban navodi neke od osobina SPO i koje karakterišu svaki SPO:

· SPO obezbeđuje podršku DO u polustrukturiranim i nestrukturiranim situacijama kroz spajanje ljudskih procena i računarskih informacija

· Podrška je obezbeđena na različite nivoe upravljanja, od najvišeg ka najnižem

· Porška je obezbeđena kako pojedincima tako i grupama

· SPO obezbeđuje podršku većem broju nezavisnih i/ili sekvencijelnih odluka

· SPO podržava sve faze procesa odlučivanja: obaveštavanje, projektovanje, izbor i primenu

· SPO podržavaju različite procese odlučivanja i različite stilove

Svaki sistem za podršku odlučivanju se sastoji iz tri podsistema:
· Podsistem baze podataka – predstavlja deo SPO u kome se čuvaju ulazni i izlazni podaci organizacije
· Podsistem baze modela – komponenta SPO koja se sastoji od poslovnih modela odlučivanja, svaki model rešava određeni problem kod određenog poslovnog procesa. Njihov zadatak je da na osnovu ulaznih podataka i modela odlučivanja generišu izlazne podatke na osnovu kojih DO donosi odluku. 
Ključne osobine SPO u podsistemu modela uključuju sledeće sposobnosti:
1. Uključivanje novih modela u sistem
2. Pristupanja i integraciji blokova modela radi dobijanja novog modela
3. Katalogiziranja i održavanja širokog opsega modela za različite korisnike
4. Povezivanje ovih modela sa odgovarajućim vezama u bazi podataka
5. Upravljanje bazom modela
· Podsistem korisničkog interfejsa – treba da omogući komunikaciju između SPO i korisnika, i razloga što DO nisu specijalisti za određeni model, te je s toga ovaj podsistem i najvažniji. U većini slučajeva podsistem korisničkog interfejsa se sastoji iz tri dela:
1. Jezik akcije: šta korisnik može da učini u komunikaciji sa sistemom
2. Jezik prikazivanja ili prezentacije: šta korisnik vidi
3. Baza znanja: šta korisnik mora znati
Struktura SPO po Turbanu:

· Upravljanje podacima – uključuje baze podataka sa relevantnim podacima za posmatranu situaciju i upravljanje softverom
· Upravljanje modelima – softverski paket 
· Komunikacijski podsistem – preko koga korisnik komunicira sa SPO i komanduje njime.
Osnovne predsnosti SPO, koje je naveo Keen 1981.:

1. Povećavanje broja razmatranih alternativa u procesu donošenja odluka

2. Bolje razumevanje problema koji treba da se reši

3. Brži odgovor na nepredviđene situacije

4. Sposobnost sprovođenja ad-hoc analiza

5. Bolje sagledavanje problema i učenje

6. Poboljšana komunikacija među članovima tima koji učestvuju u donošenju odluke

7. Poboljšana kontrola odlučivanja

8. Ušteda u troškovima

9. Bolje odluke

10. Efikasniji timski rad

11. Ušteda u vremenu

12. Bolje iskorišćenje raspoloživih podataka

Osnovni nedostatak SPO se ogleda u problemu izbora i korišćenju modela iz baze modela. DO se često susreće sa sledećim problemima: koji model izabrati, kako koristiti izabrani model, kako kombinovati više modela? Dodatan problem se javlja kod baze modela kada se pojavi novi problem za čije rešavanje ne postoji model u bazi modela.
Savremeni sistemi za podršku menadžmentu
Danas dve vrlo popularne tehnologije su se izdvojile sa ciljem da pružaju podršku odlučivanju na različitim nivoima upravljanja:

· Poslovna inteligencija – služi za podršku odlučivanju za polustrukturirane i nestrukturirane situacije odlučivanja, tj kao podrška odlučivanju na strateškom i taktičkom nivou.
· Upravljanje resursima preduzeća (ERP) – služi za podršku odlučivanju na operativnom i taktičkom nivou, kao i za strukturirane i polustrukturirane situacije odlučivanja. U sebi sadrže niz organizacionih modela kojima se pruža podrška odlučivanju u raznim disciplinama. ERP sistemi su integralni deo IS organizacije.
Da bi se predvidelo kako će izgledati budućnost poslovne inteligencije treba se osvrnuti na generički okvir za razvoj SPO. Generički okvir za razvoj SPO treba da omogući efikasnu komunikaciju između DO i podataka organizacije. Da bi DO iz podataka dobio odgovarajuću podršku najpre treba da ima mogućnost da preko odgovarajućeg interfejsa prenese svoj zahtev sistemu. Nakon primljenog zahteva sistem treba da problem analizira tako da sistem na osnovu znanja u sistemu i zahteva korisnika može da generiše odgovarajući odgovor, odgovor korisniku na postavljeni zahtev sistem treba da omogući preko prezentacionog sistema.
Rešenje objedinjenih IS i SPO sa ciljem da podrže taktičko i strateško odlučivanje se danas naziva poslovna inteligencija. Proces integracije IS i SPO nije u potpunosti završen.

Sistem PI,u budućnosti, bi trebalo da zadovolji sledeće:

· Punjenje podataka u bazu podataka u realnom vremenu

· Punjenje modela iz baze modela u realnom vremenu

· Analiza rezultata modela u realnom vremenu

· Donošenje odluke u realnom vremenu

Slojevi koji čine strukturu jednog sistema poslovne inteligencije su sledeći:
· Analitički sloj – odgovoran je za pravljenje izveštaja za DO, u njega su uključeni alati za izveštavanje kao i različiti modeli iz baze modela, čiji je zadatak da na osnovu zahteva korisnika i podataka iz baze reše zahtev DO. Ovaj sloj u dobroj meri zavisi od sposobnosti analitičara, a potrebna je i određena količina vremena za sastavljanje izveštaja. Da bi sistem PI mogao da funkcioniše u realnom vremenu neophodno je znanja analitičara automatizovati i formalizovati.

· Integrativni sloj – predstavlja sponu između modela i podataka poslovanja. On treba da obezbedi kvalitetne podatke za analitički sloj. Da bi ovaj sloj funkcionisao u realnom vremenu treba da se omogući:
1. Jednostavan pristup podacima poslovanja kroz definisano skladište podataka

2. Definisan tok učitavanja podataka iz poslovanja u skladište podataka

3. Sistem za upravljanje kvalitetom podataka i rešavanje problema nekvalitetnih podataka kod procesa učitavanja podataka u skladište

· Transakcioni ili operativni sloj – generiše podatke poslovanja. Sistem PI treba da bude vezan za ovaj sloj i to dvostruko. Sve što se dešava u tekućem poslovanju organizacije treba da se očitava u skladištu podataka, i sa druge strane odluke donete na osnovu izveštaja iz analitičkog sloja treba da se odraze u operativnom sloju i povratno kroz sam sistem PI. Da bi ovo bilo moguće, potrebno je uključiti sledeće funkcionalnosti u sistem PI:
1. Organizacioni procesi treba da budu snimani konstantno i podaci iz tog procesa učitavani u skladište podataka

2. Odluke koje donosi DO treba da utiču na sam poslovni proces
Da bi modeli za odlučivanje postali efikasni neophodno je:

· Efikasno korišćenje postojećih algoritama i njihovih delova

· Jednostavno korišćenje novih modela odlučivanja objavljenih u naučnim časopisima u organizacijama

· Mogućnost kombinovanja prednosti različitih algoritama

· Brže prihvatanje algoritama u privredi i različitim disciplinama

· Razvoj standarda u oblasti OZP

1.5 Ekspertni sistemi
Ekspertni sistemi mogu da se definišu kao programi koji koriste ljudsko znanje radi rešavanja problema koji zahtevaju ljudsku inteligenciju. Da bi se rešili složeni i polustruturirani i strukturirani problemi potrebno je ekspertno znanje.
Ekspertni sistemi su inteligentni računarski programi koji upotrebljavaju znanje i procedure zaključivanja da bi rešili probleme koji su dovoljno teški te zahtevaju značajnu ljudsku stručnost i veštinu. Znanje sa dodatkom mehanizama zaključivanja za rešavanje tog problema mogu se smatrati modelom koji simulira najboljeg stručnjaka u toj oblasti.
1.5.1 Problem baze modela kod SPO   
Ekspertni sistemi pored osnovne namene, čuvanje ekspertskog znanja, imaju još nekoliko važnih osobina kada se posmatraju u odnosu na SPO:
· Integracijom ES i SPO značajno se poboljšava problem upravljanja bazom modela specifičnih SPO-a. 

· Uspešno realizovana integracija ES i SPO, predstavlja prvi korak u kreiranju novih vrsta informacionih sistema kao što su EIS, ESS, MSS.

Podsistem upravljanja modelima Turban posmatra kao celinu koja se sastoji iz 4 dela:

· Baza modela

· Sistem za upravljanje bazom modela

· Adresar modela – sadrži definicije modela i njegove osnovne funkcije (sadrži katalog svih modela)

· Delom koji modele „izvršava, integriše i njima upravlja“ – ima 3 funkcije:

1. Izvršenje modela – kontroliše izvršenje modela

2. Integracija modela – kombinuje operacija veeg broja modela, kada je to potrebno
3. Procesor komandi se koristi za prihvatanje i interpretiranje modelskih instrukcija.

Za obradu podataka SPO treba koristi neproceduralne jezike sa izraženim mogućnostima sprovođenja šta-ako analize, analize osetljivosti i dostizanja cilja.

1.5.2 Arhitektura ES

Svaki ES se sastoji iz tri osnovna dela:
· Baza znanja – ima za cilj da na najbolji mogući način predstavi znanje eksperta u formi koja omogućava da se to znanje koristi i  reši poslovni problem.
· Mehanizam zaključivanja – ima za cilj da na osnovu zahteva korisnika i znanja u bazi znanja reši korisnički zahtev, tj pronađe upravo ono znanje koje je korisniku potrebno
· Korisnički interfejs – treba da omogući jednostavnu komunikaciju između sistema i korsnika
Baza znanja – sadrži znanje eksperta u strukturiranom formatu. Predstavlja najbitniji deo ekspertnog sistema. Postupak prikupljanja znanja od eksperta, transformacija ekspertskog znanja u formalni oblik i organizacija baze znanja najbitniji proces razvoja eksperskog sistema. Uobičajeni način predstavljanja znanja vrši se preko formalizama za predstavljanje znanja. Postoji veliki broj metoda predstavljanja znanja u bazi znanja, a najpoznatije su sledeće:
· Produkciona pravila – najčešće korišćeni metod predstavljanja znanja. To su pravila oblika AKO uslov TADA posledica. Produkciona pravila predstavljaju logičke relacije među podacima. Ovakav način predstavljanja znanja je dosta prirodan, a što je vrlo važno poseduje osobinu modularnosti (element predstavlja samostalnu celinu i može da se kombinuje sa drugim elementima sa ciljem da se stvori novo znanje). Takođe zadovoljavaju zahtev za lakom modifikacijom baze znanja. Svako pravilo se dodatno opisuju merama kvaliteta (support, accuracy, lift ratio). Kvalitet pravila može da se izrazi i preko sigurnosti pravila, a definiše se na osnovu dobro odabrane skale koja je najčešće u intervalu od 0 – 100 (faktor izvesnosti = 0 označava pravilo koje je nemoguće da se realizuje, vrednost faktora = 100 označava stanje potpune, tj apsolutne izvesnosti posmatranog pravila).
· Semantičke mreže – znanje predstavljaju u obliku mreže. Svaka mreža se sastoji od čvorova i veza među čvorovima. Veze iskazuju odnose između čvorova. Veze mogu da prikazuju i nasleđivanje među čvorovima.
· Okviri znanja – predstavljaju skupove objekata, koji se sastoje od atributa, gde svaki atribut ima određenu vrednost. Okviri znanja predstavljaju specijalan slučaj semantičkih mreža, gde su veze objekata i atributa ima, a atributa i vrednosti jeste. Svaki okvir znanja ima dva dela u kome se čuvaju podaci:
1. Statički deo u kome se nalaze podaci koji su isti za određenu klasu objekata
2. Dinamički deo u kome se čuvaju podaci koji su karakteristični za određeni objekat.
· Matematička (formalna) logika – kod predstavljanja znanja matematičkom logikom, koriste se najčešće dve vrste logika: 
1. Propoziciona logika – sistem zaključivanja u kome se ispituje da li je određena premisa tačna ili ne. Veze između premisa mogu biti I ili ILI, a koristi se i veznik NE, koji se koristi za negaciju premisa. Kada se baza znanja sastoji od premisa, tada se njihovim povezivanjem sa logičkim veznicima, a na osnovu korisničkog zahteva, generiše određeno znanje, tj daje odgovor na određeno pitanje.
2. Predikatski račun – predstavlja proširenje propozicione logike. Osnovni element u predikatskom računu je predikat koji predstavlja atomsku premisu koja rastavlja premisu kod propozicione logike na objekte i veze među njima. Predikatski račun uključuje u sebi još dva logička veznika za svaki i postoji. Predikatska logika je mnogo povoljnija za modelovanje ljudskog jezika.
· Tabela odlučivanja – indukciona tabela odlučivanja predstavlja još jedan vid čuvanja znanja. Tabela se sastoji od atributa i redova, a neki od atributa mogu biti izlaznog karaktera, tj kada se se desilo stanje opisano neizlaznim atributima tada se donela odluka koja je opisana u izlaznom atributu. Ova tabela se naziva indukciona jer se na osnovu slučajeva datih u tabeli predviđa kako će biti ponašanje u celoj populaciji, tj induktivno.
· Stablo odlučivanja – jedan od često korišćenih načina za čuvanje znanja, znanje se čuva u formi stabla. Stablo odlučivanja čuva znanje u hijerarhijskom obliku koji je jednostavno čitljiv.
Bez obzira na izabrani način predstavljanja znanja, prikupljanje istog je važna komponenta prilikom razvijanja ekspertskog sistema. Ovaj posao je poveren inženjeru znanja, a sam proces prikupljanja znanja od eksperta naziva se akvizicija znanja.

Mehanizam zaključivanja – predstavlja deo ES koji ima zadatak da pronađe odgovarajuće znanje u bazi znanja i da ga primeni za rešavanje problema. Mehanizmi zaključivanja su locirani između baze znanja i korisničkog interfejsa. Pri tome izvršava dva osnovna zadatka: 
· Ispituju se postojeće činjenice i pravila u bazi znanja i dodaju nove kada je to moguće

· U saradnji sa korisnikom ES određuje redosled zaključivanja nad bazom znanja

Mehanizam zaključivanja direktno komunicira sa bazom znanja, što je razlog da se obezbedi brzo i efikasno pretraživanje podataka. Za pretraživanje baze podataka koriste se dva algoritma koji se koriste u realizaciji mehanizama zaključivanja ES zasnovanih na produkcionim pravilima, to su:

· Ulančavanje unapred – polazi od premisa, IF delova pravila, u bazi znanja i upoređuje ih sa činjenicama u memoriji koje je korisnik izneo. Time se utvrđuje koja su pravila zadovoljena; to su ona čija je premisa nađena među činjenicama u memoriji. Pravila koja su zadovoljena, mogu se realizovati tako da se njihovi THEN delovi izvrše (ako su akcije), ili, ukoliko su iskazi, mogu se smatrati istinitim. Izvršavanje neke akcije menja stanje činjenica u memoriji, iskaz koji je istinit dodaje se već postojećim činjenicama u memoriji. Tako se dobija novo stanje činjenica u memoriji. Sada se proverava da li je problem rešen, a ukoliko jeste korisnik se obaveštava o tome i završava sa radom. Ukoliko rešenje nije nađeno postupak se iterativno ponavlja. Ako se prilikom pretraživanja pravila u bazi znanja pokaže da ni jedno nije zadovoljeno ES zaključuje da nema dovoljno podataka da bi problem mogao da se reši. Tada ES može ili da prekine sa radom, ili da od korisnika zahteva dodatne podatke. Ako dođe do konfliktne situacije, kada je zadovoljeno više pravila istovremeno, potrebno je odlučiti se za jedno koje će biti izvršeno.
· Ulančavanje unazad – postupak je obrnut od prethodnog postupka. Kod njega se polazi od zaključka, od THEN dela pravila. Prvo se predpostavi da neko od mogućih rešenja problema važi i ono se označi kao tekuća hipoteza. Zatim se pronalazi ono pravilo čiji THEN deo predstavlja to rešenje. Zatim se proverava da li pronađeno pravilo važi. To se radi na taj način što se proverava da li važe sve premise, IF delovi, tog pravila. Premisa za koju se proverava važnost, označi se kao nova hipoteza. Ovaj postupak se rekurzivno ponavlja za svaku od premisa. Ako se tekuća hipoteza ne potvrdi, ona se odbacuje, vraća se nazad i postavlja nova tekuća hipoteza. Ovako se proveravaju sve premise svih tekućih hipoteza. Ukoliko se ne potvrdi nijedno od rešenja ES može da traži dodatne informacije od korisnika.

Korisnički interfejs – osnovna uloga ovoga elemnta je da omogući što prijatniji rad korisnika sa ES tokom procedure konsultovanja. Pored dizajna, koji je značajan za korišćenje ove komponente, bitno je da korisnik može da:
· Jasno da iznese svoj korisnički zahtev

· Jasno da razume rezultate koje mu sistem vraća
1.6 Integracija SPO i ES

Integraciju ES i SPO je teorijski, a u nekim slučajevima i praktično, moguće izvesti na pet različitih načina. Po Turban & Carlson moguće kombinacije priključenja ES na SPO sledeće:
1. ES#1 i ES#2 unose elemente inteligencije u sisteme za upravljanje bazama podataka i modela, što je posebno značajno u ovom drugom slučaju. Naime problem upravljanja bazama modela još uvek nije na zadovoljavajući način rešen i svakako predstavlja najslabiju tačku svakog SPO sa pregršt modela.
2. ES#3 ima za cilj pomoć pri korišćenju korisničkog interfejsa.

3. ES#4 i ES#5 su zamišljeni kao konsultantska pomoć kako graditeljima SPO tako i njihovim korisnicima. U prvom slučaju ta se pomoć ogleda u mogućim savetima pri projektovanju SPO, odgovaranju na pitanja koji generatori, tj alati su najprimerniji za razvoj SPO specifične namene, u sprovođenju studije izvodljivosti. U drugom slučaju se korisnik može obratiti ES za pomoć u boljem shvatanju prirode problema, uslova okruženja, problema primene.
Po Turban & Carlson ES je moguće pridodati i kao posebnu komponentu SPO. Do sada je razvijeno nekoliko mogućnosti ove vrste integracije:

1. Izlaz ES kao ulaz u SPO – ovaj pristup je naročito interesantan za početne faze svakog procesa odlučivanja, kada se DO upoznaje sa prirodom problema koji rešava. ES koristi SPO da bi se upoznao sa problematikom koju rešava.
2. Izlaz SPO kao ulaz u ES – ovaj pristup je posebno popularan i korišćen, jer ES omogućuje korišćenje rezultata različitih kvantitativnih analiza, obavljenih od strane SPO, koji su u tom domenu, još uvek značajno bolji od ES. Ovde ES služi da pomogne korisniku da protumači rezultate koje je dobio iz određenog SPO.

3. Povratna sprega – predstavlja kombinaciju prva dva pristupa, s tim što ne mora da se koristi samo jedan ES, već je moguće da ih bude više.

Skladišta podataka
2.2 Baze podataka
Podaci u bazama podataka predstavljaju sliku poslovanja jedne organizacije. BP čuva sve ulazne i izlazne podatke jedne organizacije. Preko njih se prati šta je urađeno, kada je urađeno i kako je urađeno. Baze podataka predstavljaju sjajnu osnovu za odlučivanje u preduzećima, iz njih se mogu dobiti informacije, ali i znanje za donošenje upravljačkih akcija.

Uspeh baza podataka proizilazi iz činjenice da se velike količine podataka mogu čuvati kompaktno, tj podaci se uređuju po principu zauzimanja što manjeg memorijskog prostora, što dovodi do toga da se podaci organizuju u tabele koje su uređene tako da ima što manje ponavljanja podataka.

BP mogu matematički da se formalizuju, pa čak postoje i načini kako može da se izmeri kvalitet normalizovanosti BP. Normalizovanost BP predstavlja stepen u kome je smanjena redudansa (ponavljanje) podataka.
Velika normalizovanost podataka u BP, i sa druge strane, organizacija podataka koja omogućava jednostavno izveštavanje (kratko vreme odziva, bitne informacije, prihvatljiv) su suprotstavljeni zahtevi.

Projektanti najčešće odustaju od optimizacije memorijskog prostora, radi dobijanja kvalitetnijeg izveštavanja. Tako nastaju poslovni modeli BP koji predstavljaju iskustveno proverene modele za čuvanje podataka.

Izveštavanje predstavlja veliki problem svih BP, jer podaci za sebe ne znače ništa, oni su nestrukturirani kada se podaci organizuju, tj. kada se formiraju uz pomoć SQL upitnog jezika i protumače dobijaju se informacije.

Postoji problem organizovati podatke tako da zadovoljavaju uslove što manjeg zauzimanja memorije i što efikasnijeg izveštavanja i to iz dva razloga:

1. Prvi je vezan za rešavanje višekriterijumskog problema koji jedino može da se reši kompromisom – ovaj problem se rešava uvođenjem poslovnih modela BP tj iskustveno proverenih modela podataka koji su se dokazali ispravnim za datu oblast

2. Drugi je vezan za prirodu poslovanja kome se, s vremena na vreme, javljaju zahtevi za novim izveštajima – ovaj problem ne može da se reši u potpunosti jer je svako poslovanje kompleksno po sebi i svi podaci, koji će se vremenom koristiti u poslovanju, ne mogu da se strukturiraju na samom početku izgradnje BP.

2.3 Ka skladištima podataka

Veliki problem kod BP nastaje kada je potrebno iz podataka dobiti izveštaj. Zato je razvijen SQL upitni jezik koji iz BP generiše upravljačke izveštaje za DO. Za kreiranje SQL upita potrebno je zavidno informatičko znanje.
Problem predstavlja održavanje pomenutih upita. Još veći, možda i ključni problem predstavlja pravljenje novih upita, tokom poslovanja nastaju novi nestrukturirani problemi koji zahtevaju nove upite.
Tokom poslovanja se generišu velike količine podataka. BP se istovremeno puni, modifikuje, briše, tj ažurira od strane mnogobrojnih korisnika. Operativan rad nad BP je najčešći način korišćenja BP.

BP imaju sposobnost da se koriste za istovremeno izvršavanje različitih transakcija. Obrada podataka kod BP poznata je kao transakciona obrada podataka.
Veliki problem većine organizacija predstavlja neintegrisanost podataka organizacije na jednom mestu, tj. svi podaci se ne nalaze u jednoj BP koja je spremna za analizu, već je najčešće dosta vremena potrebno da se svi zanimljivi podaci sa različith lokacija pripreme za analizu. Sve su ovo razlozi koji su doveli do potrebe za skladištem podataka.
Skladište podataka predstavlja BP u kojoj se prikupljaju, integrišu i strukturiraju svi podaci neophodni za odlučivanje. DW je jedinstveno mesto u preduzeću u kome se dešava ovaj složeni proces.
Iz BP se razvija DW. DW je BP koja je izdvojena iz BP, tj ona predstavlja zasebnu kolekciju podataka nezavisnu od operativnog rada BP. DW je BP čija je osnovna funkcija analitička obrada podataka, a ne transakciona. DW treba da:

· Pruži podršku DO u pravljenju složenih upita

· Se koristi u sprezi sa alatima koji ne zahtevaju napredna IT znanja

· Minimalno utiče na funkcionisanje operativne BP

DW se koristi za analitičku obradu podataka tj OLAP koji se razlikuje od tradicionalne transakcione obrade nad BP tj OLTP.

Skladište podataka može da se predstavi kao jedan od ustaljenih paterna (rešenja problema u određenom kontekstu, predstavljaju se kao kontekst, problem i rešenje, ali se dodaju još i sile na koje se problem rastavlja i rezultujući kontekst) u organizacijama:
· Kontekst: svako preduzeće vodi podatke o svom poslovanju. Najčešće se podaci organizuju u vidu BP.

· Problem: kako koristiti BP za analitičku obradu podataka koja će služiti podršci odlučivanju u nestrukturiranim i polustrukturiranim situacijama odlučivanja?

· Sile: 

1. DO ima potrebu za analitičkim izveštavanjem

2. Izvršavanje složenih upita ugrožava rad BP

3. Podaci za analizu najčešće nisu integrisani i konsolidovani u BP

· Rešenje: izdvojiti analitičke podatke periodično u posebno skladište podataka

· Rezultujući kontekst:

1. Podaci su spremni za podršku DO

2. Potrebno je više memorije, potrebna je nova arhitektura za analitički rad, podaci su istorijski.

2.4 Transakciona obrada podataka

BP koriste OLTP ili transakcionu obradu podataka. Njena osnovna uloga je da beleži sve transakcije koje se dešavaju tokom poslovanja. Zadatak OLTP je da podatke efikasno skladište, da im omogući pristup i jednostavnije održavanje.
Osnovne karakteristike OLTP sistema su:

· Visok stepen normalizacije podataka

· Paralelena obrada podataka

· Visok integritet podataka

· Visoka konzistentnost podataka

· Namenjeni su ažuriranju podataka 

· Podržavaju operativno i delimično taktičko donošenje odluka

OLTP sistemi tj BP su dizajnirani u skladu sa pravilima normalizacije podataka, da bi se izbegle anomalije u ažuriranju podataka. OLTP sistemi podržavaju paralelnost pri obradi podataka.
Najveći nedostaci BP su:

· Neefikasnost pri kreiranju složenih upita

· Zahtevaju angažovanje osoba sa naprednim IT znanjem za poslove modifikacije i kreiranje novih upita i izveštaja

· Pri izvršavanju kopleksnih upita narušava se paralelnost u obradi podataka, jer su resursi za izvršavanje kompleksnog upita zauzeti duže vreme

· Analitički upiti se sporo izvršavaju jer je baza normalizovana i potrebno je spajanje mnogo tabela da bi se dobio rezultat.
OLTP koriste SQL jezik koji je namenjen za dobijanje izveštaja za DO. Koristi se za pravljenje upita select (čitanje zapisa iz BP), update (menjanje zapisa u BP), delete (brisanje zapisa iz BP)  i insert (ubacivanje zapisa u BP).

2.5 Analitička obrada podataka

OLAP je potreban radi složenih analiza podataka iz poslovanja i donošenja složenih odluka (strateških i delom taktičkih). OLAP sistemi (DW kao nosilac podataka za analitičku obradu i OLAP kocka kao alat za pravljenje analitičkih izveštaja), predstavljaju svojevrstan SPO koji nestrukturirane podatke iz BP transformiše u strukturiran oblik potreban za podršku najvišem rukovodstvu.

OLAP sistemi uspostavljaju sponu između BP (OLTP sistema) i programa za analizu podataka (Excel, SPSS). BP su odlične za čuvanje podataka, ali su slabe u analizi podataka, dok su programi za analizu jaki za dobijanje znanja, ali nedostatak se ogleda u čuvanju i upravljanju podacima.

Cilj OLAP sistema je da korisniku da na raspolaganje sve podatke iz BP koje su zanimljive za analizu, a da na njima može da radi složene analize i upite u prijatnom okruženju.

Osnovne karakteristike OLAP sistema su:

· Visok stepen agregacije podataka
· Visok stepen denormalizacije podataka

· Podaci su namenjeni za čitanje

· Obezbeđena je konzistentnost podataka

· Podaci su namenjeni za analizu

U OLAP sistemima teži se visokom stepenu agregacije i denormalizacije podataka sa ciljem jednostavnijeg formiranja upita. Agregacija podataka nije samo karakteristika OLTP sistema, ili bolje rečeno, kod OLTP sistema ona može takođe da se učita u BP u posebna polja, dok se kod OLAP kocke formira multidimenziona struktura za čuvanje agregiranih podataka.

Izvedeni ili sumarni podaci su poznati i kao mere. Predstavljaju pokazatelje koji DO pružaju informacije potrebne za donošenje poslovnih odluka. Svako poslovanje je karakterisano svojim merama.

Konzistentnost podataka je kod OLAP sistema izuzetno bitna, jer ako podaci nisu konzistentni bilo koja informacija proistekla iz njih pogrešna. Relacione baze podataka su istovremeno i OLTP i OLAP sistemi, jer ne postoji relacioni sistem koji istovremeno ne služi u obe svrhe.
Prednosti OLAP sistema su:

· Bolje performanse u izvršavanju složenih upita

· Moguć je paralelan rad nad OLAP sistemom

· Nezavisnost od BP

· Može da objedinjuje podatke iz različitih BP

· Poseduje jezik specijalno dizajniran za pravljenje upita nad multidimenzionom strukturom (MDX)

Osnova svakog OLAP sistema je skladište podataka. U DW se čuvaju svi podaci koji su potrebni za analizu i podršku odlučivanju za nestrukturirane i polustrukturirane situacije odlučivanja.
DW je BP koji čuva podatke potrebne za analizu. OLAP kocka se generiše iz DW i predstavlja multidimenzionu strukturu (koji ina agregirane podatke po dimenzijama) koje se nazivaju mere, dok su tabele DW kod OLAP kocke dimenzije jedne višedimenzione strukture. Svaka OLAP kocka se sastoji od dimenzija i mera. 
OLAP kocka je softversko rešenje koje služi poboljšanju klasičnog predstavljanja upita i izveštaja. Sastoji se od: dimenzija (podaci koji čine strukturu kocke) i mera (agregirani podaci po dimenzijama i članovima dimenzija).
Posebna pogodnost MDX jeste da je tako dizajniran da krajnji korisnik ne mora da bude svestan njegovog postojanja, a da ipak stoji u pozadini kada korisnik izvršava jednostavne komande nad OLAP kockom. U osnovi MDX je SQL.
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2.6 Medijator patern u poslovnoj inteligenciji

Medijator patern se često koristi za rešavanje problema kompleksnosti. Medijator patern biće objašnjen na primeru vazdušnog saobraćaja. Saobraćaj između dva grada A i B: rešenje tog problema je trivijalno sa aspekta broja veza. I Izemđu tei grada broj veza je i dalje uparljiv.
Sa porastom broja gradova koji treba da učestvuju u saobraćaju broj veza raste i sistem postaje komplikovaniji sa aspekta upravljanja i održavanja sistema. Ako se predpostavi da je jedini mogući način na koji se dodaju gradovi u sistem vazdušnog saobraćaja jeste povezivanje sa svim ostalim gradovima koji su već u mreži, može da se zaključi da će sistem postati izuzetno težak za održavanje. Iz tih razloga se kompleksnost razrešava uvoženjem medijatora čija je uloga da smanji broj veza i postane centar preko koga se odvija saobraćaj.
Svaki patern uspostavlja kompromis, tj dok uvodi rešenje za određeni problem, dotle se uvođenjem istog otvaraju novi problemi koje je potrebno rešiti u budućnosti. Dok medijator patern uprošćava sistem smanjujući složenost, tj broj veza, sa druge strane sva putovanja između gradova moraju da se odvijaju preko medijatora, što može da produži putovanje i da optereti medijatora.
Medijator ipak nije dovoljan da razreši sve probleme kompleksnosti. Ako se predpostavi da će na medijator da se vremenom priključuje sve više novih gradova dolazi se do situacije da medijator postaje preopterećen i neefikasan. Tada se međutim postupa na isti način kao i pri uvođenju medijator paterna. Kada broj veza postane preveliki, uvodi se medijator patern koji može da reši složenost.
BP i skladišta podataka mogu da se shvate kao medijatori koji služe za upravljanje podacima i informacijama u organizaciji. Da ne bi svaka organizaciona jedinica imala svoju bazu podataka i onda razmenjivala podatke sa svim ostalim funkcijama, uvodi se centralizovana BP na nivou organizacije koja razrešava kompleksnost i greške koje sa sigurnošću proističu iz neadekvatnog upravljanja podacima u organizaciji.

Sa druge strane, kada god određena BP (skladište podataka) postane preobimna za korišćenje, korisniku se omogućava rad sa samo određenim delom baze podataka, tj čim sistem postane previše složen, on se rastavlja na manje, jednostavnije upravljive celine.

Centar podataka (data mart), CP su funkcionalno orijentisana skladišta podataka namenjena za podršku odlučivanju određene funkcije preduzeća. Nastaju iz potrebe za podacima za analizu za konkretan posao ili oblast. Pošto DW znaju da budu prilično velika, to se ona uobičajeno klasifikuju u manje centre podataka da bi DO lakše došao do informacija
2.7 Arhitekture i pristupi projektovanja DW
Kada se projektuje skladište podataka moguće je nekoliko opcija, ovde će bit objašnjene četiri aritekture koje se često javljaju u praksi.

Arhitekturu 1 (izvor podataka – DW – DO)  – karakteriše razvoj jednog centralnog DW. Ona ima prednost što su svi podaci neophodni za analizu na jednom mestu, ali je potrebno dosta vremena dok se ne razvije DW. Ova arhitektura se najčešće koristi kod organizacija manjeg obima.

 SHAPE  \* MERGEFORMAT 


 

Arhitekturu 2 (izvor podataka – CP – DO) – karakteriše razvoj više CP. Ona ima prednost u brzini dostavljanja rešenja do krajnjeg korisnika, ali manjka osobinama konzistentnosti podataka u različitim centrima podataka. Nedostaje centralizovan pogled na podatke, tj nije jednostavno, na osnovu više centara podataka, dobiti jedno skladište kako bi moglo da se prati celo poslovanje. Ova arhitektura se sreće u organizacijama koje ne mogu da se odluče da urade jedinstven sistem skladišta podataka, već razvijaju sistem parcijalno na mestima gde je to najpotrebnije.
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Arhitektura 3 (izvor podataka – DW – CP – DO) – prvo razvija DW, a onda razvija različite CP za potrbe različitih organizacionih celina. Ima pozitivne osobine kao i arhitektura 1, s tim da je poboljšano prilagođavanje potrebama korisnika. Sa druge strane, povećava se vreme potrebno za dobijanje rešenja, a postoji i problem dodavanja novih CP zbog potrebe da se promene vrše i nad DW. Ovakav sistem koriste velike organizacije.
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Aritektura 4 (izvor podataka – CP – DW – DO) – ima pozitivne osobine kao i arhitektura 2 sa dodatkom da je poboljšana konzistentnost podataka i centralizovan pogled na podatke uvođenjem DW. Ipak, nedostaci ovog rešenja se ogledaju u brzini dobijanja DW i problemima koji nastaju pri integraciji različitih CP u DW. Koriste je velike organizacije koje se nisu u početku odlučile da razviju centralno skladište podataka.
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Kod razvoja skladišta podataka moguća su tri pristupa prema (Bain):
1. Odozgo naniže (top – down) – podrazumeva da se prvo izgradi centralno DW a potom iz njega svi CP. Prednost ovog pristupa je što u samom početku kreće u izgradnju DW za celu organizaciju. Nedostatak ovog pristupa je dugo vreme razvoja, i u početku veliki troškovi razvoja sistema.

2. Odozdo naviše (bottom – up) – podrazumeva prvo izgradnju CP a posle DW. Ovaj pristup ima prednost što se brže dolazi do podataka za podršku odlučivanju u određenoj jedinici organizacije, ali je složeniji proces da se iz raznih CP dobije jedinstveno DW nego obrnuto.


3. Kombinovani pristup – kod ovog pristupa kreće se od odozgo pristupa razvoja. Pošto realnost poslovanja uvek nameće potrebu za novim podacima za podršku odlučivanju, te se dozvoljava da se razviju CP nezavisno od DW , a tek se nakon izvesnog vremena podaci iz novog CP prevode u DW. Iako i ovaj pristup ima nedostatak koji se ogleda da postoji određeni vremenski razmak u kome CP nema konsolidovane podatke sa DW, ovaj pristup se najčešće sreće. 

2.8 Razvoj skladišta podataka (pr. za analizu saobraćajnih nezgoda)
Opšti proces razvoja skladišta podataka prikazan je slikom.

Razvoj svakog realnog sistema prate određeni kompromisi koje je potrebno uspostavljati. Kompromisi su najčešće vezani za nalaženje pravog odnosa između zauzimanja memorijskog prostora, brzine izveštavanja i složenosti rešenja.
Proces izgradnje sistema DW se sastoji iz sledećih koraka:

1. Analiza podataka organizacije – podaci o saobraćajnoj nesreći se ne čuvaju u jednoj BP, već u više razdvojenih BP. Zapisnici koje pravi policija se kategorišu prema težini. Policija na osnovu podataka iz BP ima mogućnost da pravi izveštaje.
2. Analiza zahteva korisnika – najveći problem koji postoji je što BP su najčešće transakcione baze i što je za pravljenje izveštaja potrebno dosta vremena. Ad-hoc izveštavanje ne postoji kao mogućnost kod ovih BP. Takođe, baza se ne koristi za uočavanje dubljih zavisnosti među podacima. Korisnik ima potrebu da podatke BP učini lakšim za analizu i da može da pravi nove izveštaje relativno lako. Kao prirodno se nameće rešenje razvoja skladišta podataka i OLAP kocke. Korisnik je definisao i osnovne mere (broj SN, broj vozila učesnika u SN, broj osoba koje su učestvovale u SN) na osnovu kojih se donose odluke. Na osnovu ovih mera donosi se odluka o preduzimanju određene akcije. Podaci na snovu kojih se donose odluke se nazivaju mere i oni po pravilu predstavljaju neke izvedene (agregirne) pokazatelje, tj statistike. Sve mere je zanimljivo posmatrati i u određenom kontekstu koji određuju dimenzije.
3. Razvoj skladišta podataka – SP treba da čuva podatke koji će se koristiti za izgradnju OLAP kocke. SP je BP u kojoj su integrisani podaci, zanimljivi za analizu, iz različitih izvora i stavljeni na jedno mesto. SP je BP u kome se čuvaju podaci potrebni za podršku odlučivanju. Za razliku od BP, kod razvoja SP se pristaje na manji stepen normalizacije, čime se povećava brzina izveštavanja, ali se povećava zauzimanje memorijskog prostora. Teorijski, celo skladište bi moglo da se drži u jednoj tabeli, ali bi to povećalo značajno prostor koji je potreban za čuvanje podataka. Ne postoji jasno pravilo koji stepen normalizacije treba sprovoditi kod baza podataka i skladišta podataka. Do tih znanja se najčešće dolazi iskustvom kada se uspostavlja kompromis između potreba korisnika za određenim izveštajima iz baze podataka i strukture baze podataka, naime ne sme da se dozvoli da se zarad dobijanja složenih izveštaja ugrozi efikasnost funkcionisanja BP. Kod projektovanja DW moguće je koristiti neke od sledećih shema za strukturu DW:
· Jednotabelarna – najjednostavnija je za korišćenje. Sve dimenzije i mere se čuvaju u jednoj tabeli. Ova šema je jednostavna za korišćenje, ali se pokazuje neefikasna za čuvanje velike količine podataka. Kako se zahtevi korisnika usložnjavaju ova šema se transformiše u zvezdu ili pahuljicu.

· Zvezda – po pravilu ima jednu centralnu tabelu (u kojoj se čuvaju mere) i više dimenzionih tabela. Zauzima manje mesta od jednotabelarne, ali je potrebno malo više vremena za dobijanje upita.

· Pahuljica – sastoji se od više tabela mera za koje su vezane više tabela dimenzija. Njene performanse su lošije od zbog složenije strukture i spajanja više tabela.
Mnogo faktora utiče na izbor odgovarajuće šeme. Najznačajnija su:

· Složenost problema
· Veličina tabela

· Performanse

· Memorijski prostor

4. Sprovođenje procesa učitavanja podataka u DW (ETL) – kada je razvijeno SP, to još uvek ne znači da podaci postoje u DW. Podaci tek treba da se prevedu iz različitih izvora i da se učitaju u SP. Podaci u SP su, za razliku od baza podataka, pripremljeni za analizu što znači da su:

· Rešena pitanja neispravnih formata podataka

· Rešena pitanja neispravnih vrednosti podataka

· Rešena pitanja nedostajućih vrednosti podataka (izbacivanjem redova iz analize; zamenjeni su nekim vrednostima npr aritmetičkom sredinom)

· Podaci stavljeni u ispravne relacije

Proces ETL (Extract Transform & Load) je izuzetno složen i najčešće uzima i do 90% vremena potrebnog za razvoj sistema skladišta podataka. Sastoji se iz tri faze:

· Isčitavanje podataka, u kojoj se podaci sa različitih izvora pronalaze i učitavaju u određeni alat za ETL
· Transformisanje podataka, u kojoj se podaci transformišu da bi bili pogodni za učitavanje u DW, u ovoj fazi je bitno da podaci dostignu određeni stepen kvaliteta, kako bi bili upotrebljivi za analizu

· Učitavanje podataka, u kojoj se podaci učitavaju u DW

5. Projektovanje (razvoj) OLAP kocke – na osnovu podataka iz SP razvija se multidimenzionalna struktura, OLAP kocka koja služi za podršku odlučivanju za DO. Razvoj OLAP kocke sastoji se iz nekoliko koraka:
· Definisanje dimenzija i mera – OLAP kocka je multidimenziona struktura koja se sastoji od mera i dimenzija. Mere su agregirani podaci na osnovu kojih se donose odluke. Svaki DO da bi mogao efikasno da donosi odluke, ima potrebu za određenim brojem mera (pokazatelja). Ti pokazatelji su najčešće sumarne prirode. Mere su numerički podaci. Sa druge strane dimenzije služe da bi se mere mogle prikazati iz različitih perspektiva i dovesti u određeni kontekst. Zašto su mere i dimenzije bitne? Ako određena tabela u sebi nosi podatke ili podatak koji je potrebno agregirati, tj od koga će nastati mera, ta tabela postaje tabela mera ili tabela činjenica (tabele iz kojih se računaju mere), a ako tabela ne sadrži podatke iz kojih treba da se generišu mere, tada se takva tabela naziva dimenziona tabela. Dimenzije i mere definišu strukturu OLAP kocke.
· Definisanje tabela činjenica i dimenzionih tabela – Multidimenzionalnost u OLAP kocki se postiže tako što se mere izvode ne samo u ukupnom broju već i po dimenzijama. Koraci definisanje mera i dimenzija i definisanje tabela činjenica i dimenzionih tabela su u tesnoj vezi. Redosled ovih koraka mogao bi biti i obrnut, jer u trenutku kada su određene tabele činjenica i dimenzija, treba u softveru i reći koje su mere u tabeli činjenica, ali to nije sve. Kada su mere određene, treba odrediti koju operaciju agregacije treba sprovesti, postoje različite operacije, među najpoznatijim su: aritmetička sredina, standardna devijacija, min vrednost atributa, max vrednost atributa, suma elemenata atributa, broj elemenata atributa. Nad jednim podatkom moguće je napraviti više različitih mera i to je najčešće i neophodno, takođe moguće je na osnovu postojećih mera dobiti nove, izvedene mere.
· Izbor načina skladištenja – način skladištenja podataka kod OLAP sistema je kompromis između želje za zauzimanjem što manjeg prostora i brzim izvršavanjem postavljenih upita. Najbitniji faktori koji utiču na izbor načina skladištenja su: veličina OLAP baze, kapaciteti skladišnih uređaja, učestalost pristupa podacima. U zavisnosti od stepena izraženosti određenih faktora, mogući načini skladištenja su:
· Relacioni OLAP, ROLAP, podatke i agregacije skladišti u relacionom sistemu (OLTP) i zauzima najmanje prostora na disku, ali ima najlošije performanse.
· Hibridni OLAP, HOLAP, podatke skladišti u relacionom sistemu, a agregacije u multidimenzionoj kocki, zauzima nešto više prostora nego ROLAP, ali ima bolje performanse.
· Multidimenzioni OLAP, MOLAP, i podatke i agregacije skladišti u multidimenzionoj kocki, zauzima najviše prostora ali zato ima najbolje performanse.
· Izbor procenata agregacije – još jedan način na koji se uspostavlja kompromis između veličine memorijskog prostora i brzine izveštavanja jeste procenat agregacije. Ovaj procenat izražava koliko će mere biti agregirane po dimenzijama, tj koliko će OLAP kocka biti popunjena ili bolje rečeno koji će procenat upita već biti spreman za izvršavanje, a u kom procentu će se mere računati kada se pokrene upit ka željenom izveštavanja. Izbor pravog procenta agregacija nije nimalo jednostavan zadatak za projektanta, te se odluka o ovome najčešće prepušta alatu u kome se projektuje kocka, dok projektant podešava određene parametre. Povećanje procenta agregiranih podataka ubrzava izveštavanje korisnički definisanih upita, ali povećava potreban memorijski prostor. Projektant može da odluči da zaustavi računanje mera kada: 
· Kocka dostigne određenu veličinu, izraženu u MB
· Dobit performanse, tj odnos između broja upita čije su agregacije mera izračunate i odnos zauzimanja prostora
· Dok korisnik ne zaustavi proces računanja agregacije
6. Izgradnja OLAP kocke – na kraju se izdaje komanda kojom se gradi kocka koja posle može da se koristi. Postavlja se pitanje koliko često treba praviti OLAP kocke, kada se ima u vidu da OLAP kocka sadrži podatke koji nisu najnoviji. Najčešća frekvencija generisanja OLAP kocke zavisi od potreba krajnjeg korisnika sa jedne strane, i vremena potrebnog za izgradnju celog DW sistema, uključujući i proces ETL koji zahteva dosta vremena.
7. Formiranje predefinisanih izveštaja – iako je samo korišćenje OLAP kocke prilično jednostavno, potrebno je određene izveštaje već imati predefinisane i omogućiti korisnicima da ga jednostavno koriste. To su izveštaji za koje korisnik zna da će mu biti potrebni ili za koje projektant predpostavlja da će korisniku biti potrebni i predlaže korisniku da se isti naprave. Predefinisani izveštaji iz OLAP kocke se prave koristeći iste alate kao što su korišćeni za pravljenje izveštaje iz OLTP sistema. Jedina razlika kod pravljenja predefinisanih izveštaja jeste što postoji potreba rada sa agregiranim podacima i multidimenzionom strukturom kocke.
8. Priprema OLAP kocke za korišćenje – nakon što je kocka izgrađena, treba je korisniku predstaviti u obliku jednostavnom za korišćenje. Krajnjeg korisnika zanima da kocka bude brza, da daje konzistentne rezultate i da je jednostavna za korišćenje. OLAP kocka namenjena je za pravljenje ad-hoc izveštaja, tj izveštaja koji nisu predefinisani, a za kojima se javila potreba tokom samog procesa poslovanja. Najpopularniji softver za korišćenje OLAP kocke je Excel. Ovaj program u sebi ima ugrađen servis za rad sa tabelom tj Pivot Table servis. Svaki izveštaj napravljen u softveru Excel može da se sačuva i da se koristi i kao predefinisani izveštaj kada se otvori Excel tabela. U pivot tabeli se nalaze sledeća polja:
· Data Items: prostor rezervisan za unos mera kocke (agregiranih podataka). U ovom polju može biti više mera istovremeno.
· Row Fields: prostor u koji se ubacuju dimenzije koje treba da budu redovi u željenom izveštaju. Treba voditi računa o redosledu ubacivanja dimenzija. Sortiranje i prikazivanje u izveštaju se vrši po dimenzijama sa levo na desno. U ovom prostoru može biti zastupljeno više dimenzija.
· Column Fields: služi za smeštanje dimenzija koje treba da budu kolone u željenom izveštaju za DO. Bitan je redosled ubacivanja dimenzija. Sortiranje i prikazivanje u izveštaju se vrši po dimenzijama od gore na dole.
· Page Fields: predstavlja svojevrsni filter koji ceo prostor kocke sužava izborom jedne ili više konkretnih vrednosti, bez uticaja na izgled Pivot tabele. U Page Fields se ubacuju dimenzije, u ovom prostoru može biti zastupljeno više dimenzija.
OLAP kocka je i smišljena sa namerom lakog postavljanja upita i izveštavanja, što bi u klasičnim BP (OLTP sistemi) iziskivalo daleko više vremena i daleko više znanja od DO.

Otkrivanje zakonitosti u podacima

Data mining je proces “automatskog” traganja u velikoj količini podataka za paternima koristeći alate klasifikacije, asocijativnih pravila, klasterovanja, itd.

OZP je naučna disciplina koja ima za cilj da u podacima otkrije određena pravila, modele i zakonitosti na osnovu kojih mogu da se donose odluke. OZP je namenjen za analizu veće količine podataka (u BP ili OLAP kockama) te uvodi niz novih algoritama koji mogu da rade sa velikim obimom podataka, ali koji u određenij meri automatizuju proces dolaska do znanja. OZP nije zamena za statistčku analizu već služi kao njena dopuna.
OZP predstavlja odličnu podršku procesu otkrivanja znanja. OZP koristi skup algoritama koji zahtevaju određena znanja od korisnika. Ta znanja su:

· Razumevanje preduslova za rad algoritma
· Razumevanje parametra algoritma i delimično samog algoritma

· Sposobnost tumačenja rezultata dobijenih algoritmom

OZP ne predstavlja zamenu za klasičnu statističku analizu, već njenu dopunu.

3.3 CRISP – DM metodologija
Najpoznatija metodologija za efikasno vođenje OZP je CRISP-DM.  Metodologija  CRISP-DM je iterativnog karaktera, tj. cirkularan proces dolaska do najprihvatljivijeg rešenja/znanja.
CRISP-DM metodologija se sastoji iz sledećih faza:

· Razumevanje poslovnog problema

· Razumevanje podataka 

· Priprema podataka 

· Modelovanje rešenja 

· Evaluacija rešenja 

· Primena rešenja 

Razumevanje poslovnog problema je faza u kojoj se analitičar upoznaje sa problemom koji treba da reši. U ovoj fazi se definišu ciljevi i hipoteze istraživanja, a takođe se opisuju poslovni pojmovi iz oblasti u kojoj se radi analiza.
Razumevanje podataka je faza koja treba da pomogne analitičaru da upozna podatke sa kojima treba da radi da bi odredio koje algoritme i metode za rad ima na raspolaganju. Takođe se dobijaju znanja o kvalitetu, formatu i upotrebljivosti podataka za analizu.
Priprema podataka služi da bi podatke stavila u oblik nad kojim mogu da se sprovode OZP analize. Podrazumeva čišćenje podataka od nepravilnosti i šumova, transformaciju podataka, formatiranje podataka, kao i eliminisanje nekih neželjenih osobina poput korelacije atributa.
Modelovanje rešenja je aktivnost u kojoj DO gradi različite OZP modele.
Evaluacija rešenja je aktivnost koja treba da ispita validnost (upotrebljivost i ispravnost, tj. tačnost i primenljivost) dobijenog OZP rešenja. Ova faza se sastoji iz validacije (da li je otkriveno znanje korisno za DO) i verifikacije (u kojoj meri je otkriveno znanje značajno) otkrivene zakonitosti.

Primena rešenja je proces iz koga se saznaje koliko je otkrivena zakonitost zaista upotrebljiva i ispravna jer se rešenje primenjuje nad realnim okruženjem.

3.3.1 Razumevanje poslovnog problema

Ovo je prva faza u okiru CRISP-DM metodologije i ima za cilj da analitičar dobro razume poslovni problem, da shvati koji je cilj koji treba da ostvari analizom, te da tokom celog procesa OZP nikad ne izgubi iz vida šta je zapravo potrebno uraditi. 

Da bi se bolje razumeo poslovni problem, bitno je znati da svaki OZP projekat može da ima za cilj ispunjavanje jednog ili više OZP zadataka. Postoji nekoliko zadataka koje tehnike, metode i algoritmi OZP-a treba da ostvare.
Poslovni zadaci koje rešava OZP su (Larose): 

· Redukcija 

· Procena (Estimacija)

· Klasifikacija 

· Klasterovanje 

· Otkrivanje asocijativnih pravila

· Predviđanje 

Redukcija je zadatak koji se izvodi sa ciljem da podaci svedu na dimenzije koje mogu da se analiziraju na efikasan način. Osnovni cilj redukcije je smanjivanje dimenzije problema na onaj oblik koji je povoljan za analizu i koji uspostavlja kompromis između brzine rešavanja problema i kvaliteta podataka za analizu. Redukcija se sprovodi jer su problemi koji se analiziraju najčešće prevelikim brojem atributa i redova, a algoritmi i tehnike za OZP rade bolje sa manjom količinom podataka. Redukcija je značajna zbog toga što može da otkrije manji obim podataka sa kojima algoritmi bolje rade, a da ne izgubi mnogo od tačnosti dobijenih rezultata.

Modeli redukcije imaju ulogu da pripreme tj.struktuiraju podatke za analizu.

Redukcija može biti redukcija atributa i redukcija slučajeva. Pri redukciji atributa moguće je napraviti dve greške:

· Uzeti atribute koji ne utiču na rešenje

· Ne uzeti atribute koji utiču na rešenje

Algoritmi redukcije svakom atribut dodeljuju određene težine shodno uticaju na rešenje. Na taj način je moguće dobiti pregled atributa koji ne utiču ili vrlo malo utiču na rešenje modela, te je moguće odstraniti one koji ne utiču na rešenje.

Da bi se izvršila redukcija slučajeva koriste se metode uzorkovanja podataka. Potrebno je naći uzorak koji na verodostojan način reprezentuje pretpostavljenu populaciju.
Procena (regresija) ima za cilj da otkrije zakonitost koja postoji između ulaznih atributa koji mogu biti numeričkog i kategoričkog (nenumeričkog) tipa i izlaznog atributa koji je po pravilu numeričkog tipa. 

Algoritmi OZP koji se koriste za rešavanje zadatka procene:

· Linearna regresija

· Stablo odlučivanja CART

· Veštačke neuronske mreže

Procene su zadaci koji se rešavaju korišćenjem linearnih modela (linearna regresija), ali i složenijih modela (veštačke neuronske mreže). Linearni modeli su aproksimacija nekog realnog, nelinearnog modela. 

Otkrivanje modela (zakonitosti) za zadatak procene se sastoji od izbora odgovarajućeg skupa atributa koji se koriste za procenjivanje izlaznog atributa, pri čemu određuje uticaj (težina) svakog atributa na izlazni atribut i vodi računa o eventualnim vezama koje postije među samim atributima.
Klasifikacija ima za cilj da otkrije zakonitost koja postoji između ulaznih atributa koji mogu biti numeričkog i kategoričkog (nenumeričkog) tipa i izlaznog atributa koji je po pravilu kategoričkog tipa. Izlazni kategorički atribut je poznat kao klasni atribut. Zadatak klasifikacije da otkrije zakonitost po kojoj se određeni objekat (red u tabeli) svrstava u određenu klasu.
Najpopularniji algoritmi klasifikacije su:

· Stabla odlučivanja (ID3, C4.5, CHAID, CART, QUEST)

· Logaritamska regresija

· Diskriminaciona analiza

· Asocijativna pravila

Klasterovanje ima za cilj da otkrije zakonitost po kojoj se podaci grupišu prema određenoj sličnosti u klase koje nisu unapred poznate, tj. klastere. Ne postoji izlazni atribut, te se algoritmi koji rade klasterovanje zovu algoritmi nenadgledanog učenja (odnosno algoritmi koji koriste izlazne atribute da bi otkrili određene zakonitosti se nazivaju algoritmi nadgledanog učenja). Zadatak klasterovanja je da pronađe pravilo po kome se objekti grupišu. 
Klasterovanje je proces otkrivanja klastera takvih da su ojekti unutar klastera međusobno slični, a da su, pritom, prilično različiti od objekata drugih klastera.

Algoritmi klasterovanja su:

· K-means

· X-means

· MPC K-means

· Hijerarhijski klaster algoritmi

· DB Scan

· Kohonen SOM

Postoje razne mere sličnosti koje mogu da se koriste za računanje sličnosti, a najpopularnija je Euklidsko rasrojanje.

Klasterovanje se sprovodi iz sledećih razloga:

· Klasterovanje se sprovodi kada nisu unapred poznate klase za razvrstavanje objekata

· Klasterovanje pruža više informacija o prirodi grupisanja objekata

· Klasterovanje omogućuje da se redukuje broj skučajeva koji se analiziraju – dovoljno je analizirati predstavnika klastera

Otkrivanje asocijativnih pravila ima za cilj da otkrije zakonitost u formi ako-tada pravila koje postoje u podacima. Asocijativna pravila su oblika IF uzrok THEN posledica. 

Kod OZP, za razliku od statistike, algoritmi su osposobljeni da sami traže pravila koja zadovoljavaju određene kriterijume. Dok kod klasične statističke analize analitičar ili DO sami pretpostavljaju pravilo, dotle kod OZP analitičara ili DO zadaju samo parametre pretrage za određenim pravilima, a algoritam samostalno otkriva zakonitost, tj pravilo.
Najpoznatiji algoritam za otkrivanje asocijativnih pravila je A priori.
Predviđanje ima za cilj da otkrije zakonitosti u podacima koji sadrže vremensku dimenziju i na osnovu podataka iz prošlosti izvrši ekstrapolaciju (predviđa zakonitost van podataka koje postoje u bazi) određenih zakonitosti. Predviđanje uključuje sve ostale zadatke OZP. Algoritmi predviđanja su za redukciju, klasifikaciju, klasterovanje i otkrivanje asocijativnih pravila, ali sa vremenskom dimenzijom.
3.3.2 Razumevanje podataka 
Faza raumevanja podataka je aktivnost u kojoj primarnu ulogu dobija analitičar. DO poznaje podatke svog poslovanja i razume ih, ali ne vodi računa o nekim stvarima koje su bitne za analizu tih podataka.Osobine koje su bitne za analizu podataka:

· Tip podataka – podaci mogu biti:

· Kategorički, tj. nenumerički koji se sastoje od skupa kategorija
· Ordinalni predstavljaju kategoričke podatke u kojima među kategorijama može da se uspostavi određeni poredak

· Intervalni – pored osobine poretka imaju i osobinu da iamju jednako rastojanje među kategorijama

· Numerički podaci – pored osobina intervalnih podataka imaju i osobinu da imaju smislenu nultu vrednost

· Smer podataka gde podaci mogu biti: 
· Ulazni (deskriptori) – služe za pravljenje modela za predviđanje izlaznih atributa, ili se koriste samostalno

· Izlazni (prediktori) – podaci koje je potrebno predvideti na osnovu ulaznih podataka

· Korelacija među podacima (meri se stepenom korekacije – Pirsonov r2 koji može biti u rasponu [-1, 1], korelacija se ispituje između parova ulaznih, izlaznih, ulaznih i izlaznih atributa)

· Distribucija podataka, tj kako su podaci raspoređeni. Većina algoritama podleže normalnoj raspodeli.
· Nedostajuće vrednosti podataka. Treba odlučiti da li redove sa nedostajućim podacima izbaciti iz analize ili koju tehniku za imputaciju koristiti.
· Ekstremne vrednosti podataka - treba odlučiti da li ih uzeti u obzir ili proglasiti izuzecima.
· Broj atributa - što je više atributa, više je redova i teže je doći do zakonitosti, treba odlučiti koje podatke zadržati u analizi a koje izbaciti
· Broj redova - većina algoritama bolje radi sa manjim dimenzijama
3.3.3 Priprema podataka
Osnovni zadatak priprema podataka je da se podaci za analizu smeste u tabelarni oblik (kolone predstavljaju atribute, a redovi slučajeve) nad kojim je moguće sprovesti algoritme OZP i otkriti zakonitosti. Može se reći da je aktivnost pripreme funkcija koja podatke iz nestrukturiranog oblika pretvara u strukturiran oblik za algoritme.

Potrebno je sređivanje podataka, tj ispravljanje nepravilnosti od strane analtičara jer algoritam to ne proverava. Međutim tim sređivanjem može da se izgubi na kvalitetu podataka. Zato treba doneti pravu odluku tako da transformacija ne ugrozi kvalitet otkrivenih zakonitosti. 

Svaki algoritam zahteva podatke u određenom formatu a takođe poseduje i pretpostavke sa kakvim osobinama podataka treba da radi.
Svaki algoritam otkriva samo jedan deo zakonitosti koje se nalaze u podacima, i daje samo jedan mogući pogled na iste.

3.3.4 Modelovanje rešenja
Proces modelovanja rešenja predstavlja centralni deo u izradi OZP projekta i najčešće se na njega misli kada se kaže OZP.

OZP koji mogu da reše OZP zadatke su podeljeni na sledeće tipove:

Redukcioni algoritmi: imaju zadatak da pomognu DO da uspostavi pravu meru između dimenzije tabela podataka i kvaliteta podataka;

Stabla odlučivanja: rešavaju zadatak klasifikacije i procene, a struktuiraju znanje dobijeno iz podataka u obliku drveta;

Algoritmi za otkrivanje asocijativnih pravila: shodno postavljenim pragovima podrške i validnosti pravila, ovi algoritmi otkrivaji ako-tada pravila odlučivanja;

Algoritmi za klasterovanje: imaju zadatak da u podacima otkriju klastere;

Regresioni algoritmi: otkrivaju zakonitosti između ulaznih i izlaznih podataka koristeći regresione modele;

Veštačke neuronske mreže: otkrivaju zakonitosti između ulaznih i izlaznih podataka koristeći model neuronskih mreža.
Redukcioni algoritmi

Redukcioni algoritmi mogu da se dele na nadgledane (ako u tabeli postoji i izlazni atribut) i nenadgledane (ako se tabela sastoji samo od ulaznih atributa).

Algoritmi čija je prvenstvena namena redukcija su: analiza glavnih komponenti (Principal Component Analysis PCA) i faktorska analiza (Factor Analysus FA). AGK ima zadatak da orginalni skup atributa transformiše u skup glavnih komponenti, treba da omogući analitičaru da radi sa komponentama koje dobro objašnjavaju (modeluju) varijabilitet u podacima. FA trži faktore u deljenom varijabilitetu.
Oba algoritma rade sa numeričkim podacima i imaju cilj da se u podacima kovarijansa (zavisnost) među atributima ukloni, a da se poveća varijansa otkrivenih komponenti i faktora tj. da se varijabilitet koji postoji u podacima prebaci u same komponente i faktore, a ne između njih.

Kada se misli na redukcione algoritme, uglavnom se misli na algoritme za redukciju atributa, dok se problem redukcije redova najčešće rešava metodama uzorkovanja, koje mogu isto da se shvate kao jedan vid redukcionih algoritama.

Stabla odlučivanja

Znanje koje se predstavlja u formi stabla odlučivanja ima svojstva hijerarhijske uređenosti, preglednosti i jednostavnosti u tumačenju. Svako stablo predstavlja hijerarhijski uređen skup asocijativnih pravila. Stabla odlučivanja koja se koriste u OZP su induktivna stabla. Sva induktivna stabla se sastoje iz korena, čvorova i listova. Koren je početni čvor po kome se skup podataka iz koga uči stablo prvo grana. Listovi predstavljaju čvorove odluke, tj. oni predstavljaju krajnje čvorove u stablu odlučivanja. Da bi se saznalo pravilo po kome je određeni slučaj klasifikovan ili procenjen potrebno je kretati se od korena stabla preko čvorova sve do listova.
Najkorišćenija stabla odlučivanja su: ID3, C4.5, CHAID, CART, i QUEST.

C4.5 i ID3 rešavaju zadatak klasifikacije.

ID3 koristi kriterijum informacione dobiti da bi granao stablo, tj. da odluči koji atribut treba da se koristi kao čvor pri grananju stabla. Ovaj proces se radi iterativno dok se ne ispuni neki kriterijum zaustavljanja rasta stabla. ID3 može da radi samo sa kategoričkim atributima.

Algoritam C4.5 predstavlja unapređenje ID3 jer može da radi i sa ulaznim numeričkim podacima, dok izlazni atribut i dalje može da bude samo kategorički. Pogodnosti C4.5 su:

· Koristi kriterijum racia informacione dobiti (gain ratio) koji uzima u obzir i broj katrgorija koji poseduje određeni atribut za računanje mere za izbor atributa čvorova. Time se omogućava da se nepristrasnije izabere čvor za stablo.

· Rad sa nedostajućim vrednostima.

· Orezivanje stabla. To je proces koji se radi nakon rasta stabla sa ciljem da se nađe stablo manjih dimenzija koje je ili povećalo tačnost ili je u minimalnoj meri izgubilo tačnost klasifikacije originalnog stabla.

C4.5 grana numeričke atribute koji su izabrani kao čvorovi binarno, na dva jednaka dela, dok se kategorički atributi granaju i kod ID3 i kod C4.5  na onoliko delova koliko postoji kategorija u atributu čvoru.

Sva stabla odlučivanja za klasifikaciju imaju jednostavnu meru kvaliteta stabla, a to je stepen tačnosti klasifikacije koji se meri kao osnos tačno klasifikovanih slučajeva u odnosu na ukupan broj slučajeva iz tabele odlučivanja koje je klasifikovalo stablo.

Proces transformacije numeričkih podataka u kategoričke može da utiče na kvalitet dobijenih zakonitosti te analitičar mora da vodi računa o kvalitetu ove transformacije.

Stabla odlučivanja su pogodna za rešavanje klasifikacionih problema, otkrivanje asocijativnih pravila, kao i redukciju jer poredak čvorova u stablima govori i o određenom značaju atributa za klasifikaciju ili regresiju.

Clementine: NeuralNet, C5.0, C&R Tree, Logistics

Asocijativna pravila

Sva pravila imaju određene mere kvaliteta, pravila na osnovu kojih analitičar, u saradnji sa DO, odlučuje da li su pravila prihvatljiva ili ne. Osnovni pokazatelji kvaliteta pravila su podrška i poverenje. Podrška govori koliko su procentualno određena kategorija, klasa ili pravilo zastupljeni u skupu podataka.Poverenje predstavlja meru kvaliteta pravila koja predstavlja odnos između zastupljenosti celog pravila i zastupljenosti uzroka, ili između podrške celog pravila i podrške uzroka pravila. Poverenje predstavlja uslovnu verovatnoću P(TADA deo pravila|AKO deo pravila).

Klaster algoritmi

K-means je algoritam koji u podacima traži K, korisnički definisanih klastera. Pošto je teško odrediti kkoji je pravi broj klastera u podacima, najčešće se sprovodi više puta, pa se na osnovu mere kvaliteta klastera ili na osnovu potvrde kvaliteta klasterovanja DO odlučuje da li je došlo do zadovoljavajućeg rezultata.

K-means na početku procesa klasterovanja iz skupa podataka iz kojih uči bira K centroida (sredina) i to najčešće slučajnim putem. Svi slučajevi iz tabela odlučivanja se zatim dodeljuju najbližim centroidima, pri čemu se nakon dodeljivanja slučajeva centroidima računaju nove vrednosti centroida. Proces dodeljivanja slučajeva najbližim centroidima i računanja novih vrednosti centoida se ponavlja dok sa ne dostigne stabilno rešenje, tj. rešenje u kome ne dolazi do pomeranja slučajeva iz jednog klastera u drugi klaster, u dve uzastopne iteracije.

K-means radi samo sa numeričkim podacima.

Centroidi su sumarni pokazatelji (statistike) koji opisuju karakteristike određenog klastera.

Da bi se algoritam opisao pomoću algoritama OZP, moguće je nakon sprovedenog klasterovanja svakom slučaju dodeliti izlazni atribut tako da u tumačenju otkrivenih zakonitosti mogu da se koriste razni algoritmi za klasifikaciju.

Klasterovanje omogućava bolje razumevanje i raščlanjivanje podataka. Klasterovanje omogućava deljenje velikog skupa podataka na manje celine čime se jedostavnije može upravljati velikim količinama podataka. Može da se koristi i kao predproces  za druge algoritme OZP.

U Microsoft dodatku za OZP algoritam za klasterovanje je osposobljen da radi i sa numeričkim i sa kategoričkim podacima. On automatski transformiše kategoričke u numeričke podatke, pri čemu se ne zna na koji način je izvršena transformacija.
Ovo je nešto što brine analitičara, koji je svestan da različite vrste transformacije mogu da pomognu otkrivanju različitih zakonitosti, pri čemu ne postoji jedna univerzalna transformacija koja je najbolja za sve podatke i sve algoritme.

Clementine: K-means, Two Step, Kohonen

Regresioni modeli

Koriste se za rešavanje zadataka procene.

Model linearne regresije radi samo sa numeričkim podacima.
Veštačke neuronske mreže

Veštačke neuronske mreže mogu da rade i sa numeričkim i sa kategoričkim podacima, mogu da rade sa podacima koji imaju različite osobime podataka, mogu da imaju više izlaznih podataka itd.

Odlične su za modeliranje nelinearnih zavisnosti koje postoje u podacima. Otpornije su od većine metoda za rad sa nedostajućim vrednostima, na korelaciju među atributima itd.

Imaju odlične karakteristike kada je u pitanju OZP, mogu da se koriste i za rešavanje zadataka redukcije, procene, klasifikacije, klasterovanja i predviđanja.

One predstavljaju za DO „crnu kutiju“ jer DO zadaje samo određeni ulaz, a VNM mu vraća željene rezultate. DO zakonitost skrivenu u VNM ne može da koristi van ovog algoritma.
Softver RapidMiner ima ovaj algoritam i mreža koja se dobija ima onoliko ulaznih čvorova koliko atributa odredi DO, ima srednji (skriveni) sloj i izlazni čvor (ili više). Čvorovi su povezani vezama (sinapsama) a od debljine sinapse zavisi i jačina veze koja postoji među određenim čvorovima.

Clementine koristi NeuralNet za zadatak predviđanja.

Odnos OZP zadataka i OZP algoritama

DM zadaci stvaraju potrebu DO za OZP, oni su deo svakodnevnog odlučivanja DO.

DM algoritmi rešavaju DM zadatke i služe za otkrivanje paterna (znanja).
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3.3.5 Ocena OZP rešenja
Odnosi na validnost dobijeno rešenja. Tu dolazi do validacije (da li je otkrivena zakonitost značajna za DO) i verifikacije u kojoj meri je otkrivena zakonitost značajna.

Proces OZP nije završen dok se ne izvrši analiza dobijenog znanja, tj dok se ne vidi koliko su otkrivene zakonitosti validne.

Faza ocene i modelovanje zakonitosti se prepliću i zapravo se i rade paralelno u procesu OZP. Faza ocene treba da pokaže koliko je otkrivena zakonitost značajna. Na osnovu rezultata o značajnosti otkrivene zakonitosti DO odlučuje da li je otkrivena zakonitost zanimljiva i da li može da se koristi u unapređenju poslovnog procesa.

MS OZP dodatak i RapidMiner imaju integrisanu funkcionalnost za ocenu modela OZP. Kod MS OZP dodatka rezultati analize mogu da se dobiju na tri načina:

· Grafik pouzdanosti – prikazuje odnos između idealnog modela klasifikacije i grafika stvarnog predviđanja izabrane klase.

· Matrica klasifikacije – predstavlja u tabelarnoj formi rezultat klasifikacije celog modela sa informacijom o broju tačno i netačno klasifikovanih slučajeva modela.

· Grafik profita – prikazuje predpostavljeni profit koji organizacija može da ostvari uzimajući u obzir cenu jednog uzorka koji treba da plati da bi došla do tabele slučajeva nad kojom radi OZP analizu.

RapidMiner sa druge strane nudi u okviru analize OZP modela 24 različita modela za analizu performansi modela. Ako otkrivena zakonitost ne pokaže željene karakteristike, analitičar ima mnoštvo opcija da unapredi model. U RapidMiner može da:

· Testira veći broj algoritama za rešavanje problema

· Ponovo podesi parametre za rad algoritma

· Može bolje da pripremi podatke za OZP.

Sa druge strane MS OZP dodatak, nudi korisniku informaciju o ispravnosti modela, ali mu ne nudi velike mogućnosti u poboljšavanju otkrivenih zakonitosti.

Proces ocene rešenja je ključan proces u OZP. Ocena rešenja omogućava DO da sazna da li je otkriveno znanje verodostojno, da li može da se upotrebljava u poslovnom procesu i da li od otkrivenog znanja može da se očekuje korist. 
Za sprovođenje analize podataka potrebno je raspolagati podacima za testiranje. Poželjno je da se analiza kvalitteta modela ne radi nad slučajevima koji su korišćeni za generisanje modela. Kada se radi analiza uvek se određeni broj slučajeva obeleži kao slučajevi za testiranje i njihova uloga je da se nad njima proveri ispravnost modela. 
Ipak, tek kada se otkriveno znanje uključi u poslovni proces, videće se koliko je znanje zaista validno. DO međutim neće dozvoliti upotrebu znanja u poslovnom procesu dok mu proces analize ne da valjane rezultate.

3.3.6 Primena OZP rešenja
Pored kvaliteta koji otkrivena zakonitost treba da poseduje, potrebno je ispuniti dodatne predpostavke. To su:

1. Podrška top menadžmenta – ukoliko ona ne postoji nemoguće je primeniti OZP rešenja u organizaciji.

2. Razuman obim projekata OZP – ukoliko je projekat suviše ambiciozan, teško će biti prihvaćen

3. Sklad između kadrova iz menadžemnta i informacionih sistema – ukoliko među njima vladaju razmirice novo rešenje ne može da zaživi

4. Detaljno razrađen plan uvođenja rešenja u organizaciju koji treba da vodi računa o tome da novo rešenje donosi:
· Nov način rada

· Potrebu za obukom zaposlenih

· Potrebu za novim izveštajima

· Podrška cele organizacije
3.5 Zablude u OZP

OZP daje odgovore na naša pitanja. Algoritmi automatski pronalaze rešenja za probleme.

OZP je nezavisan od DO, automan je i ne zahteva učešće ljudi.

Poslovanje se brzo unapređuje uz pomoć OZP alata, i brzo se isplati.

OZP alati, tehnike i algoritmi su intuitivni i jednostavni za korišćenje.

OZP otkriva poslovne probleme.

OZP može da radi sa nesređenim podacima i da ih ispravi, dovede u red.
Menadžment znanja čine ljudi, tehnologija i poslovni proces.
Menadžment znanja ima sledeće procese: snimanje, organizovanje, prerada i deljenje.
Projektovanje sistema za menadžment znanja podrazumeva:

· Snimanje znanja od eksperta

· Razvoj prototipa

· Ponavljanje sesije sa ekspertom i prilagođavanje modela dok ekspert ne bude zadovoljan sistemom.

Projektovanje sistema za menadžment znanja:

· Semantičke mreže

· Tabele odlučivanja

· Drva odlučivanja

· AKO-TADA pravila

· Fazi pravila

· Slučajevi...

Upotreba sistema za menadžment znanja:

· Dijagnoza

· Obuka

· Planiranje

· Predviđanje

Zaključivanje na osnovu slučajeva
ZOS je disciplina koja koristi podatke iz prošlosti (slučajeve) radi podrške odlučivanju pri rešavanju novih problema u poslovnom procesu. ZOS je naučna disciplina i proces koji rešava nove probleme koristeći rešenja starih problema.cZOS je disciplina koja pomaže izgradnji tzv. organizacionog znanja.
Proces ZOS je jednostavan i prirodan. Proces se odigrava sledećim tokom: Javlja se novi problem koji treba rešiti. Potrebno je pretražiti bazu prethodnih slučajeva da bi se pronašla rešenja slična novom problemu. Iskoristiti staro rešenje za rešavanje novog problema. Ako ima potrebe, prilagoditi staro rešenje novom problemu i sačuvati novo (modifikovano staro) rešenje u bazi slučajeva. S vremena na vreme proveriti da li je baza slučajeva postala redudantna da je moguće izvršiti redukciju baze slučajeva i time podići efikasnost rada.
Sistemi ZOS imaju dosta sličnosti sa ekspertnim sistemima, s tim što mogu da se posmatraju kako posebna grupa ekspertnih sistema koja ima jasno definisan proces korišćenja i održavanja sistema. Najviše se koriste kod pravljenja bate znanja korisničkih servisa.
ZOS je baziran na određenim pretpostavkama:

· Svet funkcioniše po principu reda, a ne haosa.

· Situacije u svetu (problemi) se ponavljaju pa ih vredi pamtiti.

· Slični problemi imaju najčešće slična rešenja.

ZOS se sastoji iz 6 aktivnosti:

1. Pronalaženje slučajeva koji su slični novom problenmu - pronaći
2. Izbor korisnih slučajeva od sličnih slučajeva - upotrebiti
3. Prilagođavanje korisnih slučajeva novom problemu (ako ima potrebe) - prepraviti
4. Merenje korisnosti novorešenog slučaja (određivanje da li je novi slučaj vredan pamćenja u bazi) - pregledati
5. Pamćenje novog slučaja - zadržavati
6. Periodično prečišćavanje baze slučajeva ako se tokom vremena unapređivala - rafinisati
Ove aktivnosti mogu da se rasporede u 4 faze odlučivanja:

1. Strukturiranje slučajeva

2. Normalizacija indeksa

3. Agregacija slučajeva

4. Analiza sistema (evaluacija)

Problemi kod ZOS:

· Indeksiranje slučajeva

· Čuvanje slučajeva (znanja)

· Pronalaženje slučajeva

· Adaptacija slučajeva

4.3 Strukturiranje slučajeva
Da bi slučajevi mogli da se koriste u ZOS i da se čuvaju u bazi moraju da imaju jasno definisanu strukturu. Strukturiranje podrazumeva definisanje tabela, skupa atributa i tipova atributa koji će se čuvati u bazi podataka.
Slučaj predstavlja uređeni par problem-rešenje u određenom kontekstu.
Slučaj je jedan od načina predstavljanja znanja. Slučaj je red tabele odlučivanja. Slučaj obično sadržiskup stributa koji opisuju problem koji se rešava kod slučaja u određenom kontekstu i skup atributa koji opisuju rešenje određenog slučaja.
Sastoji se od skupa atributa čije vrednosti nose informacije o problemu i skupa atributa koji nose informacije o njegovom rešenju (izlazni atributi). U vrednostima atributa mogu biti smešteni i tekstualni zapisi, fotografije, video zapisi... određeni podaci nisu pogodni za mašinsku analizu, več moraju da ih analiziraju ljudi. Slučaj ne mora imati izlazne atribute, već se može koristi da opisuje određene pojave.
Skup atributa za pretraživanje se kod ZOS naziva skup indeksa. Svaki slučaj se sastoji od indeksa i skupa atributa koji nisu indeksi. Atributi indeksi služe za razlikovanje i pretraživanje slučajeva, dok neindeksirani atributi služe za čuvanje semantičkog bogatstva slučajeva i mogu se koristiti za donošenje odluka kada indeksi ne sadrže dovoljno informacija. Indeksi, tj kriterijumi za pretraživanje bi trebali da budu:

· Raumljivi

· Svrsishodni

· Dovoljno apstraktni

· Dovoljno konkretni

Najpoznatiji modeli za organizovanje sistema ZOS su:

· Dinamički memorijski modeli

· Model kategorijskih slučajeva

4.3.1 Dinamičku memorijski model

Kod dinamičkog memorijskog modela, memorija se sastoji od:
· Generalizovanih epizoda (GE)

· Slučajeva

· Normi

· Indeksa

GE je klasa koja sadrži vrednost atributa, tj normu koja je jednaka za sve slučajeve koje sadrži. Unutar jedne GE, slučajevi se razlikuju po svojim indeksima i njihovim vrednostima. Svaka vrednos indeksa unutar GE može da pokazuje na jedan slučaj ili na jednu GE.

Ova memorija je dinamička zato što se svaki put kada se dva slučaja nađu pod istom vrednošću indeksa, stvara se nova GE koja može bolje da diskriminiše nove slučajeve. Baza slučajeva se prvo pretražuje po normama GE, a zatim po indeksima. Oni slučajevi koji su najsličniji novom slučaju postaju kandidati za rešavanje novog problema.

4.3.2 Model kategorijskih slučajeva

Osnovni pojmovi koji se koriste kod ovog modela su:
· Kategorije

· Slučajevi

· Indeksi (sadrži ime i vrednost)

· Veze (indeksna, kategorijska i diskriminatorna)

Svaki slučaj pripada odreenoj kategoriji. Svaki slučaj sadrži indekse koji opisuju slučaj. Vrednosti indeksa se koriste da se odredi težina koliko slučaj zaista pripada kategoriji. Svaka kategorija je opisana određenim osobinama. Da bi se odredila težina pripadanja slučajeva određenoj kategoriji upoređuju se vrednosti osobina kategorija i indeksa slučajeva.
Veze služe da modeluju zavisnost koje postoje u ovom modelu. Postoje tri vrste kod kategorijskih slučajeva:

· Indeksna veza modeluje vezu određenog indeksa ka slučaju ili osobine ka kategorijama

· Kategorijaska veza je usmerena od kategorije do određenog slučaja

· Diskriminatorna veza služi za međusobno razlikovanje para slučajeva.

4.4 Normalizacija slučajeva
Normailzacija podataka nije isto što i normalizacija BP. Normalizacija BP predstavlja razvoj takve strukture tabela koja zauzima najmanji memorijski prostor, dok normalizacija podataka predstavlja svođenje podataka na isti raspon vrednosti podataka. Normalizacija radi sa numeričkim podacima. Ovde će se pod normalizacijom podataka podarazumevati i normalizacija numeričkih podataka, ali i dovođenje podataka u takav oblik da mogu međusobno da se uporedđuju.. Od načina normalizacije podataka zavisi način na koji se slučajevi ocenjuju i upoređuju.

Indekse u bazi slučajeva je potrebno normalizovati iz sledečih razloga:
· Da bi svaki slučaj u bazi mogao da se upoređuje sa traženim slučajem

· Da bi mogla da se izračuna određena mera sličnosti nađenog slučaja sa traženim

Kod normalizacije numeričkih podataka je potrebno sve slučajeve organizovati tako da se sve vrednosti dovedu u isti opseg, najčešće u rasponu [0,1]. Najčešće se u tu svrhu koriste normalizacije preko sledećih metrika:
· L1 (metrika gradskog bloka) sve podatke jedne kolone deli sa zbirom vrednosti te kolone. Na ovaj način svaka normalizovana vrednost predstavlja udeo u ukupnom zbiru svih vednosti atributa.

· L2 (Euklidska) sve podatke jedne kolone deli sa korenom zbira kvadrata vrednosti te kolone. Na ovaj način svaka normalizovana vrednost predstavlja koreni udeo u ukupnom zbiru svih vrednosti atributa.

· L∞ (Čebiševljeva) sve podatke jedne kolone deli sa najvećom vrednošći te kolone. Na ovaj način svaka normalizovana vrednost predstavlja udeo u odnosu na najveću vrednost stributa.

Da bi se kategorijski podaci pripremili za pretraživanje, analitičar treba da vodi računa o:

· Broju kategoričkih atributa

· Broju kategorija koje postoje u atributu

· Distribuciji kategorija u atributu

4.5 Agregacija slučajeva
To je ocenjivanje kvaliteta slučajeva u bazi slučajeva.
Kod ZOS se koristi koncept sličnosti (udaljenosti) kojim se računa sličnost slučaja za koji se traži rešenje i slučajeva u bazi slučajeva. Svakom slučaju se tokom procesa pretraživanja baze slučajeva dodeljuje mera koji govori koliko je slučaj blizak traženom slučaju.

Najpoznatije metode koje se koriste za pronalaženje slučajeva su:

· Metoda najbližeg suseda

· Indukcija- ID3 (kad su podaci kategorički i kad postoji samo jedan izlazni atribut)

· Indukcija vođena znanjem 

· Otkrivanje paterna

Ove metode mogu se koristiti samostalno ili kombinovane u tzv. hibridne strategije pronalaženja. Sve metode pretraživanja pretvaraju vrednosti više indeksa u jednu izvedenu vrednost (agregaciju), na osnovu kojih se vrši sortiranje i izbor najbližih slučajeva.
Metoda najbližeg suseda

To je metoda za validaciju slučajeva (proces koji govori koliko je određeno znanje korisno za rešavanje novog problema). Ona određuje sličnost postojećeg slučaja sa novim slučajem na osnovu težinskog zbira indeksa. Nedostaci su što je teško odrediti težine i sporost pronalaženja rešenja. Sličnost se kod metode najbližeg suseda računa preko formule:
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S – funkcija sličnosti

S – funkcija sličnosti koja se koristi za osređeni atribut

Sn – slučaj koji se traži u bazi slučajeva

Si – tekući slučaj u bazi slučajeva
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Tm – težina atributa m


m – broj numeričkih atributa koji služe za indeksiranje slučaja
Zs funkciju sličnosti numeričkih podataka obično se koristi Euklidsko rastojanje. 
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Euklidsko rastojanje može da se koristi kao mera sličnosti samo sa numeričkim podacima, dok postoje druge mere koje se koriste za rad sa kategoričkim podacima. Metod najbližeg suseda može se koristiti i za merenje sličnosti kategoričkih podataka kada se izabere odgovarajuća funkcija sličnosti

Indukcija

Kada su indeksi kategoričkog tipa i kada postoji samo jedan izlazni atribut moguće je nad bazom slučajeva sprovesti algoritam stabla odlučivanja ID3 koji određuje strukturu kako će slučajevi biti pronalaženi. Kada se pojavi novi problem, sistem ZOS pronalazi odgovarajući slučaj krećući se niz stablo odlučivanja. Svaki put kada se doda novi slučaj u bazu slučajeva, potrebno je sprovesti indukativni algoritam stabla odlčivanja ponovo.

Indukcija vođena znanjem

Predstavlja hibridni metod pretraživanja baze znanja u kome se od korisnika traži da zada osobine koje ima novi slučaj, a koje nisu eksplicitno navedene u samom opisu novog slučaja.

Otkrivanje obrazaca

Otkrivanje obrazaca vraća sve slučajeve koji se uklapaju u okviru određenih vrednosti atributa. Ova metoda se često koristi pre ostalih metoda, da bi se pretraživanje ograničilo na određeni deo baze slučajeva.

4.6 Analiza rešenja

Najčešće je potrebno korisne slučajeve koji su pronađeni u bazi slučajeva prilagoditi novom problemu čime može da nastane nov slučaj. Kod ZOS, u tu svrhu postoje mehanizmi koji prilagođavaju staro rešenje novom problemu. Prilagođavanje se zasniva na uočavanju bitnih razlika starog i novog problema i izmeni starog rešenja da bi se odgovorilo zahtevima novog problema. Uopšteno, postoje dve vrste adaptacija:

· Strukturno prilagođavanje gde postoje precizno definisana pravila prilagođavanja starog rešenja novom problemu

· Derivaciono prilagođavanja koji koristi formalne metode i tehnike koja su generisala originalno rešenje za rešavanje novog problema. Derivaciono prilagođavanje je jedino moguće kada može formalno da se definiše način na koji se rešava određeni slučaj.

Neke od tehnika koje se koriste u ZOS za adaptaciju korisnih slučajeva novom slučaju su :

· Nulta adaptacija – najjednostavnija tehnika jer ne vrši nikakvu adaptaciju. DO dobija slučajeve sortirane po sličnosti sa novim problemom. Koristi se za probleme koji imaju složeno zaključivanje, ali jednostavno rešenje.

· Parametarsko usklađivanje – strukturalna adaptivna tehnika koja upoređuje specifične parametre otkrivenog i novog slučaja da bi modifikovala rešenje u skladu sa defifnisanim pravilima.

· Kritički-zasnovana – tehnika u kojoj ekspert traži kombinaciju osobina slučajeva koji mogu da reše problem.

U fazi analize, DO treba da odluči da li korisni slučajevi mogu da reše problem odlučivanja. Ukoliko ne, potrebno je generisati novo rešenje slučaja. Novo rešenje je zasnovano na postojećim rešenjima i često DO stoje na raspolaganju tehnike koje pomažu pri adaptaciji novog rešenja. Nakon razvijenog rešenja, analitičar odlučuje da li je novi slučaj vredan pamćenja ili ne, ako jeste slučaj se pamti u bazi.

Veštačke neuronske mreže
5.2 Neuronske mreže: inspiracija iz prirode
Biološke neuronske mreže su jedno rešenje koje priroda koristi kada treba da reši probleme predviđanja, procene, ili klasifikacije, za čije rešavanje je potrebno iskustvo i znanje.
Veštačke neuronske mreže
VNM je model koji emulira (imitira) biološke neuronske veze (BNM). Na današnjem nivou, neuronsko računanje koristi veoma ograničen skup koncepata iz bioloških neuronskih sistema. Koncepti koji se koriste za primenu VNM uključuju elemente procesiranja (veštačke neurone) međusobno povezane u arhitekturu mreže. Veštački neuron prima ulaze koji su analogni elektro-hemijskim impulsima koje dendroni bioloških mreža primaju od ostalih neurona. Izlaz veštačkog neurona korespondira se signalom poslatim iz biološkog neurona kroz njegove ose. Ti veštački signali se mogu menjati slično promenama koje se dešavaju u sinapsama.
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Tabela- Analogija pojmova u biološkim i veštačkim neuronskim mrežama
5.3 Zadaci neuronskih mreža
Zadaci neuronskih mreža, kako bioloških tako i veštačkih, su da povezivanjem neurona naprave model neke pojave za koje postoji određeno iskustvo. Takvi iskustveno bazirani modeli se mogu nadalje koristiti za predviđanje ishoda i samim tim donošenje odluka.

Učenje kao proces uključuje nekoliko elemenata:

· Iskustvo - skup slučajeva iz prošlosti vezanih za pojavu koja je od interesa

· Model - kondenzovan način predstavljanja pojave, kojim se može objasniti iskustvo, ali kojom se mogu objasniti i budući slučajevi

· Metod(algoritam) učenja - način na koji se induktivno gradi model na osnovu iskustva

Neuronske mreže su široko upotrebljiv koncept jer se njima mogu graditi različiti modeli, među kojima i :

1. Modeli klasifikacije

2. Modeli procene

3. Modeli klasterovanja

4. Modeli asocijativne memorije

5. Modeli aproksimacija funkcije

Za veštačke neuronske mreže se kaže da su univerzalni aproksimatori, zato što mogu da modeluju proizvolju funkciju zavisnosti, bilo ona linearna ili nelinearna. Štaviše, za bilo koji problem i zadatu dozvoljenu grešku se može napraviti neuronska mreža koja ima manju grešku od zadate. 
5.4 Definicije pojmova
Neuroni. VNM je sastavljena od veštačkih neurona (na dalje samo neuroni) i oni predstavljaju elemente precesiranja. Svaki od neurona prima ulaze, procesira ih i proizvodi jedan izlaz. Ulaz može biti sirovi podatak ili izlaz nekog drugog neurona. Izlaz može biti finalni proizvod ili ulaz u drugi neuron.
Ulazi. Svaki ulaz korespondira jednom atributu. Na primer, ako je problem da li treba odobriti ili odbiti zajam, atribut može biti nivo prihoda korisnika, starost ili vlasništvo nad kućom.
Neuronsko računanje može procesirati samo brojeve. Ako problem uključuje kvalitativne atribute ili slike, oni moraju biti procesirani na numeričke ekvivalencije pre nego što mogu biti tretirani od strane VNM. Važan početni korak je pravljenje pogodnog sistema kodiranja, tako da se podatak može predstaviti neuronskoj mreži, uobičajeno jao skupovi jedinica i nula.

Izlazi. Izlaz iz mreže je rešenje problema. U primeru zajma to može biti ''odobriti'' ili ''odbiti'' kreditni zahtev. VNM dodeljuje numeričke vrednosti, recimo +1 za ''odobriti'' i 0 za ''odbiti''. Svrha mreže je da izračuna vrednost izlaza, koji su upotrebljivi za probleme iz oblasti za koje se VNM upotrebljava.
Težine. Ključni elemenat jedne VNM je težina, koja izražava relativnu snagu ulaznog podatka u određen neuron. Drugim rečima, težina predstavlja relativnu značajnost svakog ulaza u neuron. Težine su suštinske, jer mreže podešavajući upravo težine uspeva da prilagodi za (da nauči) konkretne podatke.
Funkcija sumiranja. Funkcija sumiranja računa težinsku sumu svih ulaznih elemenata koji ulaze u svaki neuron. Funkcija sumiranja množi svaku ulaznu vrednost  Xi sa njegovom težinom Wi i sabira ih radi dobijanja težinske sume Y. 
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Funkcija aktivacije (transfera). Funkcija sumiranja računa internu stimulaciju,ili nivo aktivacije, neurona. Zavisno od tog broja neuron može ili ne mora da proizvede izlaz (reakciju neurona). Veza između nivoa interne aktivacije i izlaza može biti linearna ili nelinearna. Ta veza se izražava funkcijom transfera i postoji više različitih tipova te funkcije. Izbor specifične funkcije daje mreži specifična svojstva. Jedna popularna nelinearna funkcija transfera naziva se sigmoidnom, ili funkcijom logističke aktivacije :
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 transformisana vrednost od  y koja može uzimati vrednost od nule do jedan.
Neuronska mreža. VNM je kolekcija neurona, međusobno povezanih sinapsama. Mreže se mogu razlikovati po strukturi, po osobinama neurona, po veličini, po načinu prostiranja signala i po načinu učenja.
Struktura mreže. Slično biološkoj mreži, VNM može biti organizovana na više različitih načina (tipologija), tj. Neuroni mogu biti međusobno povezani na ražličite načine. Zbog toga se VNM pojavljuje u mnogim konfiguracijama. U procesiranju informacije, mnogi neuroni obavljaju ,,svoje računanje,, u isto vreme. To paralelno procesiranje podseća na način kako mozak radi i razlikue se od seriskog procesiranja kod konvencionalnog računanja.

5.5 Topoloigje (strukture) neuronskih mreža
Kako su pojedinačni neuroni jednastavne jedinice procesiranja, oni se uvezuju u neuronske mreže koje mogu modelovati složene procese. Način na koji se pojedinačni neuroni uvezuju definiše topologiju ili strukturu mreže. Struktura mreže oblikuje način prostiranja signala između neurona, pa time određuje i funkciju same mreže. Tako postoj mreže koje se oblikuju za rešavanje problema procene, klasifikacije, klasterovanja, itd.
Tipične topologije neuronskih mreža, pored ostalih, su:

· Višeslojni perceptroni

· VNM sa funkcijama radijalne osnove (RBF)

· Samo-organizujuće mape(SOM)

· Hopfildove mreže

· Linearni asocijatori

Višeslojni perceptroni

Ova struktura je daleko najpopularnija,a kod nje su neuroni grupisani u slojevima, tako da su neuroni jednog sloja povezani samo sa neuronima susednog sloja. Slojevi se lele na ulazni sloj, skrivene slojeve i izlazni sloj.
Neuroni ulaznog sloja zapravo predstavljaju ulazne atribute koji opisuju pojavu. Tako je broj neurona u ovom sloju sasvim određen brojem atributa problema. Izlazni neuroni predstavljaju rešenja (nepoznate) koje treba procenjivati, pa je i broj neurona u ovom slučaju poznat samom definicijom problema. Ono što je teže odrediti to je broj neurona u skrivenom sloju, kao i broj skrivenih slojeva. Ovo se najčešće određuje iskustvenim putem ili specijalnim algoritmima koji procenjuju pravi broj neurona.

Signal od ulaznih neurona (ulazni podaci) se dakle protire do skrivenih slojeva, odakle se nastavlja na izlazni sloj. Pritom težine (sinapse) između neurona naglašavaju ili umanjuju signal između svakog para neurona. Ovakav način prostiranja signala se naziva prostiranje unapred.

Problemi koji se rešavaju strukturom višeslojnih perceptrona su klasifikacija, procena i aproksimacija funkcija.

VNM sa funkcijama radijalne osnove(RBF)

RBF mreže su zapravo perceptroni sa jednim skrivenim slojem, čiji neuroni skrivenog sloja koriste funkciju transfera koja je funkcija sa radijalnom osnovom. Najčešće je to Gausova funkcija:
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Gde je r – centar radijalne funkcije, a 
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 raspršavanje (devijacija)mod centra.

Ulaz u svaki neuron (u radijalnu funkciju) je zapravo udaljenost konkretnog slučaja od centra radijalne funkcije, a nejčešće euklidska udaljenost. Na ovaj način, svaki skriveni neuron predstavlja hiper-sferu sa svojim centrom u nekoj tački, a ulazni podaci se razlikuju po tome koliko su udaljeni od tih centara. U svojoj suštini, ovi centri se mogu protumačiti kao centri klastera, mada namena ovakvih mreža nije da izvrše klasterovanje, već klasifikaciju ili procenu, a na osnovu bliskosti ulaznih podataka definisanim centrima. Njihova snaga je u tome što na jednostavan način mogu da modeluju nelinearan proctor, tj. da ga pretvore u linearan.

RBF mreža tokom učenja prilagođava težine između neurona, lokaciju samih centara, kao i obim hiper-sfera.
Samo-organizujuće mape – Kohonen (SOM)
Samo organizujuće mape su topologija VNM kojom se mogu rešavati problem klasterovanja. U ovoj strukturi neuroni su takoše urađeni u slojeve, I to najčešće dva sloja, ulazni i izlazni. Za razliku od preceptrona, izlazni sloj je dvodimenzionalna I sačinjava mapu neurona.
Ideja ovakve mreže je da svakom sulaznom podatku (slučaju) odredi poziciju u mapi. Gde se tačno slučaj nalazi na mapi određuje težine (sinapse) između meurona. Mapa se prilagođava svakom slučaju tako što se modifikuju težine, tako da neuroni u mapi budu slični ulaznim slučajevima. Najzad, modifikuju se i okolni neuroni u mapi tako da i oni, u manjoj meri, liče na ulazni slučaj.
Na taj način se postiže da mreža grupiše slične slučajeve iz podataka. Tako zapravo rešava problem klasterovanja, gde se kao rezultat dobija mapa sa reljefom koja oslikava grupe sličnih slučajeva iz podataka.

Hopfildova mreža
Hopfildova mreža je jedan oblik rekurentne structure neuronske mreže. Rekurentna mreža je onaj tip kod koga se izlazni signal vraća barem jednom kao ulaz u neuron pre nego što se proizvede izlaz. Rekurentna struktura koristi povratne signale neurona za podešavanje parametara, kao što je pravi broj neurona, težine veza, stopa učenja ili broj izlaznih neurona. Na taj način se mogu rešavati zadaci klasterovanja sa nepoznatim brojem klastera. Rekurentne mreže su se pokazale dobre I za rešavanje ,,dinamičkih,, vremenskih zavisnih problema (analiza procesa, sekvencijalno prepoznavanje, vremenske serije i sl.). Takođe, ovakve mreže se često koriste za zadatke asocijativnih memorija, naročito sa izraženim šumom u podacima.

Za Hopfildovu mrežu je karakteristično da se signal ne vraća u isti neuron, već da je povratni signal ulaz u preostale neurone. Funkcija transfera u neuronima je jednostavna odskočna funkcija.
Linearni asocijator
Linearni asocijator je vrsta mreže namenjena pravljenju asocijativne memorije. Asocijativna memorija je sistem koji povezuje dva kompleksna stimulus koji su se u isto vreme pojavljivali. Na taj način, poznajući jedan stimulus, može se ,,prizvati,, drugi povezani (asocirani) stimulus. Ovakvi sistemi, pored reprodukovanja naučenih stimulus, mogu da daju rezultujući izlazni stimulus čak I kada je ulazni stimulus blago izmenjen (u slučaju prisustva šuma)
Osobine različitih struktura neuronskih mreža
Posmatrajući različite strukture, mreže možemo razlikovati po sledećim osobinama:
Prostiranje signala - Razlikuju se mreže sa prostiranjem unapred i prostiranjem unazad. Kod mreža sa prostiranjem unapred, signal se prenosiod ulaznih ka izlaznim neuronima. Mreže sa prostiranjem unazad se još zovu I rekurentne mreže, a kod njih se signal koji je procesiran vraća kao ulaz u mrežu kako bi učestvovao u daljem procesiranju signala.
Broj neurona I broj slojeva - Premalo neurona može biti loše kada su ulazno-izlazne zavisnosti složene, pa ne mogu sasvim  biti obuhvaćene malim brojem neurona. Sa druge strane, preveliki borj neurona može prouzrokovati da se izgradi suviše kompleksna mreža za jednostavnu pojavu, što takođe  rezultuje lošom tačnošću modela mreže. Zbog toga je ponekad potrebno iskustvo analitičara. Jednostavno pravilo za određivanje broja neurona je da bude dva do tri puta više neurona skrivenog sloja u odnosu na ulazni sloj.
Vrste funkcija transfera - Funkcije transfera svih neurona takođe određuju I ograničavaju svrhu mreže. Neke mreže preferiraju funkcije transfera sa diferencijabilnim osobinama(višeslojni perceptroni), dok drugi koriste često linearne funkcije (linearni asocijatori).
Povezanost neurona - Način urazivanja neurona takođe je jedan od aspekata structure neuronskih mreža. Veze mogu postojati između svakog para neurona, između neurona I susednih slojeva ili između pojedinih neurona.

Kada se postavi struktura mreže koja definiše svrhu, ostaje da se mreža podešavanjem težina prilagodi za rešavanje konkretnog problema. Proces pretrage za ispravnim skupom težina (sinapsi) naziva se učenje.
5.6 Učenje i validacija
Učenje je zapravo sticanje znanja kroz prilagođavanje na iskustvo iz koga se uči. Učenje se postiže analogijom, otkrićem, posmatranjem ili analiziranjem slučajeva. Učenje je induktivan process, a najčešće zahteva ponavljanje nekog stimulus kroz iskustvo. 
Neuronske mreže uče se iz iskustva zapisanog u obliku slučajeva (najčešće tabelarno). Propuštajući slučajeve kroz mrežu, algoritam učenja menja težine mreže, tako da mreža postane što ,,sličnija,, iskustvu. Sinapse su zapravo objekat učenja I one ,,nose,, naučeno znanje koje mreža nosi. Način na koji se težine podešavaju I prilagođavaju slučajevima se razlikuju među algoritmima učenja.
Proces učenja VNM se može predstaviti u tri faze:

1. Računanje izlaza

2. Upoređivanje izlaza VNM sa željenim izlazom

3. Podešavanje težina i ponavljanje procesa

U nastavku će biti opisano nekoliko načina učenja koji se upotrebljavaju za različite topologije neuronskih mreža.
Backpropagation – jedan od najpoznatijih i najviše korišćenih algoritama za učenje je algoritam sa širenjem greške unazad (backpropagation). Ovaj algoritam služi za obučavanje mreža struktura višeslojnog perceptrona ili mreža sa funkcijama radijalne osnove. Process učenja počinje postavljajući težine ili o nekom pravilu ili na slučajan način. Sa postavljenim težinama, pomoću ulaznih atributa računa se izlaz iz mreže i upoređuje sa očekivanim izlaznim atributom. Razlika tih veličina naziva se greška klasifikacije (ili procena) i praktično ocenjuje koliko mreža dobro predviđa. Cilj učenja je naći skup težina za koji je greška minimalna. Nedostatak ovoh algoritma je što on pronalazi lokalni minimum funkcije greške, što znači da u opštem slučaju rešenje (skup težina) nije optimalno, ali je dovoljno dobro.
Hebovo učenje – najčešća primena ovog učenja je u mrežama za asocijativnu memoriju. Pored topologije linearnog asocijatora, Hebovo učenje se može koristiti I za treniranje Hopfildove mreže.
Ideja ovog načina učenja je da je jačina veze između neurona određena brojem istovremenih aktiviranja neurona. Neuronima se prezentuje ulaz koji aktivira neke od neurona. Neuroni koji su aktivirani istovremeno jačaju sinapse između sebe, pa se proces ponavlja za svak slučaj na ulazu. Ideja je da sinapse ojačaju tamo gde postoji veza (asocijacija) između neuroa. Ceo proces se ponavlja dok težine mreže ne konvergiraju ka stabilnom rešenju. Na taj način mreža pamti, tj memoriše ulazne slučajeve, tj veze između varijabli koje ih opisuje. 
Kompetetivno učenje – predstavlja paradigmu gde jedan slučaj iz iskustva ne modifikuje celu mrežu, već samo izabrani neuron koji ,,pobedi,,. Izabrani neuron je zapravo najbliži represent ulaznom slučaju, pa je zato kandidat za dalje približavanje ulaznom slučaju. Algoritmi kompetitivnog učenja su pored ostalog našli svoju primenu za treniranje samo-organizujućih mapa, prilikom rešavanja zadatka klasterovanja.
Ne uzimaju se u obzir svi slučajevi iz iskustv, već samo onaj koji pbedi, tj onaj koji je najbliži ulaznom slučaju koji treba da ispitamo. Kompetetivno učenje se stopira kada mreža konvergiraka stabinom rešenju.

Osobine različitih algoritama učenja

Algoritmi učenja se mogu razlikovati po nekoliko osobina. Jedna od podela je na učenje sa i bez „učitelja“. Ova osobina govori da li algoritam ima dostupnim ispravno rešenje svakog slučaja ili tu informaciju nema. Kada je poznato pravo rešenje slučaja, tada to vodi algoritam da mrežu uči shodno tim rešenjima, jer algoritam zna u svakom koraku koliko greši u odnosu na ispravne izlaze. Ovo je karakteristično za backpropagation algoritam, ali i genralno za algoritmekoji treniraju višeslojne perceptrone. Drugačije se naziva i „nadgledano učenje“. Sa druge strane, nepostojanje tačnog rešenja za svaki slučaj ostavlja algoritmu problema da „bez učitelja“ nauči veze u podacima, što je slučaj sa kompetetivnim i Hebovim učenjem. Ovakav oblik učenja se ponekad naziva i „nenadgledano učenje“.
Validacija

Kada se mreža istrenira, kvalitet znanja koje nosi se može proveiti na dav načina. Prvo, upitom nad mrežom se može proveriti koliko mreža dobro reprodukuje slučajeve iz iskustva. Drugo, novi slučajevi iz kojih mreža se mogu upotrebiti da se proceni koliko je znaje u mreži upotrebljivo za buduće slučajeve.
Zbog toga se početni skup podataka najčešće deli na trening skup i na odvojeni test skup. Trening skup se koristi za učenje mreže (podešavanje težina), dok se test skup koristi za proveru koliko je dobijeno znanje generalizovano, tj. koliko je u mogućnosti da predviđa nove slučajeve. Kada mreža jako uspešno objašnjava slučajeve iz iskustava iz koga je učila, a loše objašnjava neke nove slučajeve, kaže se da je mreža „pretrenirana“.

5.7 Proces izgradnje neuronskih mreža
Korak1 – prikupljanje podataka: prikupljaju se podaci koji se koriste za trening i testiranje mreže. Posmatrani problem mora biti ''podložan'' rešavanju sa neuronskom mrežom i  da adekvatni podaci uopšte postoje. Prikupljanje visoko kvalitetnih podataka podrazumeva brigu o minimiziranju nejasnoća (dvosmislenosti), grešaka i slučajnosti u podacima. Podaci moraju biti prikupljeni tako da pokriju najširi opseg domena problema; podaci moraju pokriti ne samo rutinske operacije, već i izuzetke, kao i uslove na granicama domena problema.

Korak2 – separiranje podataka u skupove za trening i testiranje: moraju se identifikovati podaci za trening i za test, a mora se napraviti i plan za testiranje performansi mreže. Slučajevi za treniranje se koriste za podešavanje težina, dok sučajevi za testiranje se koriste za validaciju mreža.
Korak3 – definisanje strukture mreže i Korak4 – izbor algoritma učenja: se biraju struktura i metod učenja. Raspoloživost određenim razvojnim alatom ili sposobnost projektanata mogu odrediti tip neuronske mreže. Izbor strukture mreže (npr. broj čvorova i slojeva), kao i izbor početnih uslova mreže, određuju dužinu vremena za trening. 
Korak5 – postavljanje parametra, vrednosti, inicijacija težina: Postojeći modeli VNM imaju parametre koji podešavaju mrežu na nivo poželjnih performansi. Deo procesa u ovog koraka je inicijalizacija težina i parametara mreže koju sledi ispravljanje parametara kada se izmere performanse. U mnogim slučajevima, početne vrednosti težina utiču na kvalitet konačnog rešenja i na ukupno trajanje treniranja mreže.
Korak6 – transformisanje podataka u ulazne mreže:  je transformacija ulaznih podataka u tip i format koji zahteva neuronska mreža i algoritam učenja. Takođe, način kako su aplikacioni podaci prezentovani i poređani često determiniše efikasnost i moguću tačnost rezultata dobijenih korišćenjem mreže. 
Korak7 – početi tening i odrediti i revidirati težine i Korak8 – zaustavljanje i testiranje:  trening i testiranje se vode kao iterativni proces prezentiranja ulaznih i željenih izlaznih podataka mreže. Mreža računa izlaze i podešava težine, sve dok izlazi iz mreže ne dostignu željeni kvalitet.
Korak9 – Implementacija: korišćenje mreže sa novim slučajevima: procesa je dobijen stabilan skup težina. Sada mreža može proizvoditi željene izlaze za date ulaze, kao što je rađeno pri treningu. Mreža je spremna za korišćenje kao samostalan sistem ili kao deo nekog drugog softverskog sistema. Stalno kontrolisanje i povratna sprega ka projektantu su preporučeni radi poboljšanja sistema i dugoročnog uspeha.
Pri izgradnji VNM, projektant mora doneti mnoge odluke:

· Obim podataka za trening i testiranje

· Topologija :broj neurona i njihova konfiguracija(ulazi, slojevi, izlazi)

· Funkcija transformacija (transfera) koja će se koristiti.

· Algoritam učenja i parametri algoritma

· Metod dijagnoze i validacije

Specifična konfiguracija definisana na osnovu navedenih odluka se naziva paradigmom mreže.
5.8 Prednosti i ograničenja neuronskih mreža
Prednosti neuronskih mreža
Vrednost neuronskih mreža se ogleda u korisnosti njene primene rešavanju problema prepoznavanja oblika, učenja I memorisanja, klasifikacije, klasterovanja, generalizacije I apstrakcije, kao I u interpretiranju nekompletnih ulaza sa šumom. Prirodno preklapanje sa tradicionalnim aplikacijama veštačke inteligencije se dešava u oblasti prepoznavanja oblika za karaktere, govor, I vizuelno prepoznavanje. 
Neuronske mreže imaju potencijal da obezbede I neke ljudske karakteristike rešavanja problema, koje je teško simulirati logičkim, analitičkim tehnikama ekspertskih sistema I drugih standardnih softverskih tehnologija.

Neuronske mreže imaju I druge prednost:

1. ‘’Tolerancija oštećenja’’: Pošto u mreži postoji mnogo čvorova procesiranja, od kojih svaki ima primarnu lokalnu vezu, oštećenje na nekoliko čvorova neće dovesti do zastoja celog sistema.

2. Generalizacija : Kada se neuronskoj mreži prezentuju nekompletni ulazi, ulazi sa šumom ili oni koji predhodno nisu viđeni, neuronska mreža generiše razuman odgovor.

3. Adaptivnost: Mreža se može dotrenirati sa novim slučajevima, čak I kada su značajno različiti od predhodnih.

4. Masovni paralelizam: računanje sa VNM je logički lako razdvojiti na nezavisne zadatke, što omogućava da se napravi paralelna implementacija sa puno procesorskih jedinica.

Neuronske mreže se mogu primeniti u oblatima gde su podaci multivarijantni sa visokim stepenom međuzavisnosti između stributa ili u situacijama gde postoji veći broj hipoteza koje treba dokazivati paralelno i uz mnogo proračuna. Velika prednost neuronski mreža je njihova laka paralelna implementacija. 

Ograničenja neuronskih mreža

Aritmetički problemi nisu pogodni za VNM.  Ograničenja i troškovi trenutne tehnologije paralelnih hardvera ograničavaju većinu aplikacija na softverske simulacije. Sa trenutnim tehnologijama, vremena za treninig mogu biti jako dugačka, pa zbog toga potreba za čestim ponavljanjima treninga može učiniti aplikacije neupotrebljivim. Na kraju, neuronsko računanje uobičajeno zahteva veliki broj podataka za trening i testiranje.

Još jedan nedostatak VNM je što je rezultujući model teško interpretirati. Naime, sistem uvezanih neurona i težina između njih nema očiglednu interpretaciju u domenu gde se VNM primenjuje. 
5.9 Oblasti primene 
Primena u prepoznavanju signala(govora, oblika i slika) –prepoznavanje govora; kod mobilnih telefona primenu nalazi u pozivanju kontakta, pisanju poruka; kod računara se koristi za potrebu diktacije; prepoznavanje šumova ili monitoring; prepoznavanje potpisa
Primena u menadžmentu i marketing - segmentaciju tržišta, moguće je rešiti neuronskim mrežama, klasterovanjem. Za potrebe klasterovanja se koriste Kohonenove samo-organizujuće mape. Za predviđanje bankrota korišćenjem mreža sa prostiranjem unapred. Rezultati (izlazi) neuronske mreže mogu poslužiti kao jedan od indikatora da su preduzeću neophodne radikalne promene u poslovanju i restruktuiranje.
Primena u finanskijskom poslovanju - banke koriste neuronske mreže, prilikom odobravanja kredita klijentima.
Primena na problemu vremenske prognoze – ansambl algoritimi su pristup kombinovanja većeg broja algoritama da u isto vreme rešavaju jedan zadati problem. Oni omogoćavaj da se prognozira dnevna temperatura, brzina vetra i relativna vlažnost.
Primena u medicine - prednost korišćenja neuronskih mreža u medicine je taj što kod njih ne utiču faktori kao što su umor, radni uslovi i emotivno stanje, prilikom davanja dijagnoza. Koristi se asovijativna memorija, gde na ostavu konkretnih postavljenih ulaza može da se postavi dijagnoza.
Primena u ekologiji - koriste se za procenu zagađenosti životne sredine, precizno utvrđuje prisutnost ugljenika i ostalih jedinjenja koja pokazuju stepen zagađenosti sredine, nivo zagađenosti otpadnih voda.
Sistemi za podršku rada grupe

6.2 Uvod
Podrška grupnom radu gde članovi tima mogu biti na različitim mestima i da rade u različito vreme naglašava važne aspekte komunikacije, kompjuterskih tehnologija i metodologija rada. Efikasni kompjuterski alati za podršku rada grupe (groupware) su razvijeni da bi smanjili troškove i omogućili efikasnu razmenu mišljenja, informacija, podataka, znanja, dokumenata i drugih resursa koji su potrebni za rad razdvojenih grupa i/ili pojedinca. Ovi alati mogu podržati process poslovnog odlučivanja:

· Indirektno – obezbeđuju efikasnu kolaboraciju uz pomoć tehnologija kao što su imejl, čet, deljenje datoteka itd. Međutim ovi alati ne obezbeđuju modele odlučivanja, kao ni struktuiran process donošenja odluka.

· Direktno – obezbeđuju struktuiran i usmeren process donošenja odluka i integrisane modele I metode odlučivanja čime se omogučuje generisanje rešenja za konkretan problem (GSPO)

6.3 Kolaborativni alati za indirektnu podršku odlučivanju
Kolaboracija ili saradnja, predstavlja komunikaciju i koordinaciju jedinica unutar grupe radi postizanja zajedničkog cilja. Jedinice mogu biti ljudi koji čine tim, povezane organizacije, zemlje, zajednice, računari, roboti, itd. Vremensko-prostorni okvir za klasifikaciju alata za podršku rada grupe:
· Isto vreme/isto mesto (npr. soba za odlučivanje) - učesnici se nalaze u isto vreme, na istom mestu, kao na tradicionalnim sastancima ili sobi za odlučivanje. Ovaj vid rada grupe i dalje ima veoma važnu ulogu jer je često potrebno da zaposleni napuste svoje kancelarije, kako bi obezbedili maksimalnu koncentraciju na konkretan problem.

· Isto vreme/različito mesto (npr. telekonferencija) - učesnici se nalaze na različitim mestima ali komuniciraju u isto vreme (videokonferencija)

· Različito vreme/isto mesto (npr. lokalna računarska mreža) - učesnici rade u smenama. Jedna smena ostavlja informacije narednoj.

· Različito vreme/različito mesto (npr.udaljeno odlučivanje) - učesnici se nalaze na različitim lokacijama i dele informacije u različito vreme. Ovakav vid se koristi kada učesnici putuju ili ne mogu da usklade vreme sastanaka.

Tehnologije komunikacije, zavisno od prirode problema koji pomažu,mogu se klasifikovati na:

· Sinhrone i asinhrone

· Trajne (perzistentne) i privremene

· Sa kardinalnošću  1-1, 1-M, M-M

Sinhroni oblici komunikacije zahtevaju od svih učesnika da istovremeno budu prisutni dok se komunikacija odvija. U tu klasu spadaju: IM, auto/video konferencije, četovi, itd. Prednost ovog oblika je to što se komunikacija odvija brzo, naručito kada je ona dvosmerna ili višesmerna, tj.kada zahteva odgovore I reakcije na predhodne poruke.

Asinhroni oblici omogućavaju učesnicima sa u različito vreme šalju i primaju poruke. Ovo dosta olakšava komunikaciju, jer se zaobilazi problem ,,okupljanja,, tj.problem da svi učesnici odvoje isto vreme za vršenje komunikacije. Sa druge strane, to će zasigurno produžiti trajanje komunikacije. U ove oblike se mogu svrstati: veb sajtovi, imejl, forumi, implementacije Delfi metoda grupnog odlučivanja itd.

Perzistentni oblici komunikacije čuvaju podatke na duže vreme lako dostupnim. Razlog tome je što se procenjuje da takve poruke noste svoju vrednost duži period vremena. To se najčešće odnosi na znanja, dok su informacije, diskusije, komentari najčešće privremenog karaktera. Od tehnologija za prenos trajnih poruka mogu se koristiti veb i viki strane, deljeni dokumenti itd; dok za privremene poruke mogu da se koriste forumi, e-grupe, čet, imejl ,itd.

Dodatno, problem komunikacije možemo podeliti na one koji prenose poruke između dva člana; između jednog i više članova; ili poruke koje više članova prenosi do više primaoca te poruke. Respektivno, kardinalnosti su: 1-1, 1-M, M-M. kada se radi o kardinalnosti M-M, sama struktura komunikacija može biti organizovana u više oblika, pa postoje oblici tipa prstena, zvezde, točka, drveta, saće, itd.

Ako se komunikacija vrši između dva člana (1-1), ponuđene tehnologije su:imejl, IM, deljeni dokumenti i aplikacije itd. Za kardinalnost 1-M karakteristični su veb sajtovi kao oblik komunikacije. Takođe, u poslednje vreme su popularni tzv.blog sajtovi, gde pojedinci mogu da kreiraju veb sadržaje iz svog ličnog iskustva, tako da su oni dostupni širokom krugu ljudi. Dalje se organizuju skupovi blog sajtova o istoj temi, čime se stvara e-zajednica ljudi koji se bave rešavanjem sličnih problema. 

Za komunikaciju između više članova (M-M) mogu se koristiti e-grupe, deljeni dokumenti i aplikacije, četovi, forumi, viki sajtovi, itd.
6.4 Grupni sistemi za podršku odlučivanju

Grupni sistemi za podršku odlučivanju su interaktivni sistemi bazirani na upotrebi informacione tehnologije i preciznog algoritma odlučivanja, a izgrađeni su na ideji individualnog (pojedinačnog) SPO-a. Njihov osnovni zadatak je da olakšaju rešavanje polustrukturiranih i nestrukturiranih problema zajedničkim radom grupe (koju u najvećem broju čine donosioci odluka). 
Prema (Theireuf,1989) ‘’GSPO ima za cilj da poboljša grupno odlučivanje, uklanjanje uobičajenih komunikacionih barijera, pružanje tehnika za strukturiranje analize odlučivanja i sistemsko određivanje načina, vremena i sadržaja diskusije u cilju dobijanja većeg kvaliteta odluke’’.
Bitne karakteristike GSPO, prema (DeSanctis, Gallupe) su :

· GSPO je posebno dizajniran sistem, a ne samo sklop postojećih sistema

· GSPO je projektovan sa ciljem da pomaže DO u njihovom radu, i kao takav unapređuje proces donošenja odluka i/ili rezultata odlučivanja.

· GSPO usklađuje znanja različitih korisnika, te uz primenu računara, omugućuje bolju podršku odlučivanju.

· GSPO može biti specifičan (dizajniran za jedan tip ili klasu problema) ili opšti (dizajniran za različite odluke koje se donose na nivou grupe).

· GSPO sadrži ugrađene mehanizme koji obeshrabruju razvoj negativnih ponašanja u grupi kao što su destruktivni konflikti, nesporazumi, loša alternativna rešenja, itd.

Unapređenje procesa GO prema (Liam) upotrebom GSPO su sledeće:

· Članovi tima rade paralelno, tako da je moguće dobiti mnogo ideja

· Zahvaljujući anonimnoj identifikaciji, članovi tima su neopterećeni moći i statusom pojedinih članova

· Povećanu efikasnost grupe zbog strukturiranog i kontrolisanog procesa odlučivanja

· Sistem daje na raspolaganje članovima tima lepezu metoda, modela i tehnika za rešavanje problema

· Otvorenost sistema omogućava konstantan protok novih informacija

· Sistem omogućava skladištenje podataka na svakom nivou procesa odlučivanja

· Povećava se produktivnost rada pogotovu zbog skraćenog vremena trajanja sastanka, itd.

GSPO, prema (O’Donell) adekvatno je uvoditi ako unapređuje bar jedan od sledećih elemenata:

· Povećanje efikasnosti i efektivnosti rada grupe (posebno se odnosi na smanjenje vremena sastanaka)

· Povećanje kvaliteta donetih odluka (odnosi se na broj predloženih ideja, njihovom kvalitetu, stepenu podrške predložene ideje u odnosu na preostale članove sesije)

· Poboljšanju procesa vođenja sastanka (odnosi se na paralelno I udaljeno odlučivanje).
Dva osnovna faktora uspeha procesa grupnog odlučivanja su: stručni kvalitet timova i kvalitet automatizovanog sistema za podršku grupnom odlučivanju.

6.4.1 Osnovne komponente grupnih sistema za podršku odlučivanju

Bez obzira na različite konfiguracije GSPO, njegove osnovne komponente su: hardver, softver, ljudi I procedure.
Grupi, kao celini ili svakom njenom članu, mora da bude omogućen pristup računaru radi prezentacije relevantnih podataka. Minimalni hardverski zahtevi sistema su: ulazna i izlazna jedinica, procesor, veza između ulaznih i izlaznih jednica i procesora i zajednički ekran ili monitor za svakog člana grupe. Hardver je u vezi sa softverom koji treba da se instalira.

Sistemska softverska komponenta GSPO podrazumeva sistem za upravljanje bazom podataka i bazom modela, kao i specijalizovanu korisniču aplikaciju koja podržava rad grupe.

„Ljudska“ komponenta GSPO podrazumeva članove grupe i moderatora koji je odgovoran za besprekorno funkcionisanje GSPO tehnologije. Moderator ima veoma fleksibilnu ulogu. Prisutan je na svim grupnim sastancima i ima ulogu da upravlja GSPO hardverom i softverom.
Procedure, kao komponente GSPO, imaju zadatak da olakšavaju efektivno korišćenje tehnologije.

6.4.2 Vrste aplikacija grupnih sistema za podršku odlučivanju
Jedna od najčešćih podela razvijenih aplikacija GSPO izvršena je na osnovu kriterijuma udaljenost članova tima i trajanje sastanka.

Soba za odlučivanje, slična je sali za sastanke. Oprema sa uređajima koji podržavaju grupno donošenje odluka. Svaki učesnik sedi za stolom u obliku (najčešće) potkovice, okrenut ka velikom ekranu. U jednostavnim konfiguracijama GSPO, samo moderator direktno komunicira sa računarom. U složenijim konfiguracijama GSPO, svaki učesnik ima terminal ispred sebe. Komunikacija se uspostavlja verbalno, ili slanjem poruka preko računara. Zajednički veliki ekran se koristi za beleženje ideja, sumiranje i analizu podataka. Verbalna interakcija lica se kombinuje sa formalizacijom pomoću tehnologije kako bi se sastanak učinio efikasnijim. Koristi se softver za modelovanje, koji može da se izmeni kako bi se prilagodio zahtevima grupe. Alternative se testiraju uz pomoć modela I o njima se raspravlja pre nego što se donese konačna odluka.

Lokalna mreža za odlučivanje se primenjuje, kada se najčešće fiksni broj DO, koji rade u neposrednoj blizini, redovno susreću sa određenim problemima koje treba rešavati. Tada se formira lokalna mreža za odlučivanje (local decision network, LDN), koji koriste DO u svojim kancelarijama. Svaki DO na svom stolu ima radnu stanicu. Uobičajeno je da se na serveru nalazi instaliran softver za GSPO, zajeno sa bazom podataka I bazom modela. Ovaj pristup omogućava veću fleksibilnost, od pristupa opisanog u prvom scenariju.

Telekonferencija je potrebna za grupe čiji su članovi međusobno udaljeni, pri čemu imaju zadatak da donesu adekvatnu odluku u cilju rešavanja evidentiranog problema. U ovom slučaju se jedna ili više sala za odlučivanje povezuju vizuelnim i/ili komunikacionim uređajima. Uštede u vremenu, kao i velika fleksibilnost i vizuelizacija tokom trajanja sastanka najveće su prednosti ovog scenario.

Daljinsko (udaljeno) odlučivanje danas je praktično potpuni izazov razvojanja aplikacije GSPO. Posebno je iniciran razvojem globalne računarsek mreže- Interneta. Isti predstavlja fuziju informacionih tehnologija i algoritama procesa grupnog odlučivanja. Njegova osobina je neprekidna komunikacija između udaljenih članova tima, koji imaju potrebu permanentnog rada, u cilju donošenja zajedničke odluke.

6.4.3 Tehnologija grupnih sistema za podršku odlučivanju

Prema (DeSanctis, Gallupe) tehnologija GSPO je podeljena u tri nivoa, i to:

I nivo - podrška procesu

II nivo - podrška odlučivanju

III nivo - pravilo ‘’reda’’, odnosi se na kontrolu vremena, sadržaja diskusije, pravila glasanja

GSPO I nivo, obezbeđuje tehničke karakteristike za uklanjanje uobičajenih komunikacionih barijera, kao što su veliki ekran za trenutno prikazivanje ideja, sumiranje glasova, anonimno unošenje ideja i preferenci, razmenu elektronskih poruka između članova grupe.

	Problem ili potreba grupe
	Karakteristika GSPO

	Slanje i primanje informacija između svih članova grupe
	Elektronsko slanje poruka pojedinim ili svim članovima grupe

	Pristup datotekama sa ličnim i podacima organizacije tokom sastanka
	Radna stanica za svakog člana grupe sa vezom na server

	Prikazivanje ideja, glasova, podataka, grafikona ili tabela svim članovima istovremeno
	Zajednički veliki ekran ili prikaz navedenih podataka na monitorima svih članova grupe

	Uzdržavanje nekih članova u diskusiji zbog stidljivosti, statusa ili kontroverznih ideja
	Anonimni unos ideja i sprovođenje procedure glasanja

	Nemogućnost efikasnog organizovanja i analize ideja I glasova
	Objedinjavanje i prikaz ideja, statistička obrada I prikaz rezultata glasanja

	Nemogućnost kvantifikovanja preference
	Obezbeđivanje skala preference ili šema za rangiranje, prikazivanje rejtinga ideja

	Nemogućnost razvoja strategije ili plana sastanaka
	Obezbešenje okvirog dnevnog reda koji grupa kasnije konkretizuje

	Nepoštovanje dnevnog reda
	Stalan prikaz dnevnog reda, vremena, prelazak na sledeću tačku dnevnog reda


Tabela 6.4.1.- osnovne karakteristike GSPO prvog nivoa

GSPO II nivo, obezbeđije modeliranje odluka i tehnika GO u cilju smanjivanja nesigurnosti i „šuma“ koji se javljaju u procesu grupnog donošenja odluke.

	Problem ili potreba grupe
	Karakteristike GSPO

	Potreba za strukturiranjem i planiranje problema
	Modeli za planiranje ( PERT, CPM, gantogrami)

	Alati za analizu odlučivanja za neizvesne buduće događaje
	Modeli korisnosti i verovatnoće (drvo odlučivanja, analiza rizika)

	Alati za alokaciju resursa
	Modeli za raspodelu budžeta

	Alati za uočavanje paterna u podacima i predviđanje
	OZP

	Alati za analizu odlučivanja za zadatke proračuna verovatnoće i više kriterijuma
	Statističke metode, višekriterijumski modeli odlučivanja

	Alati za analizu dodele preference
	Modeli društvene procene

	Želja za korišćenje tehnika strukturiranog odlučivanja
	Automatizovane metode tehnike za prikupljanje i kompilaciju ideja


Tabela 6.4.2.- osnovne karakteristike GSPO drugog nivoa

GSPO III nivo,karakterišu standardni obrazci za komunikaciju u grupi, generisane od strane računarske mreže.
	Problem ili potreba grupe
	Karakteristike GSPO

	Želja za uvođenjem formalizovanih procedura odlučivanja
	Automatizovana parlamentarna procedura ili Robertova pravila reda

	Želja za izborom i kreiranjem pravila za diskusiju
	Osnovna pravila; mogućnost izbora i primene pravila

	Nesigurnost načina sprovođenja procedura na sastanku
	Automatizovani savietnik koji daje savete o raspoloživim pravilima i njihovoj pravilnoj upotrebi

	Želja da se razviju pravila za održavanje sastanaka
	Mogućnost pisanja pravila


Tabela 6.4.3.- osnovne karakteristike GSPO trećeg nivoa
6.4.4 Struktura grupnih sistema za podršku odlučivanju
6 tipova komunikacije korisnika (učesnika sesije) i SPO:

1. tip predstavlja individualni SPO, koji ne omogćuje direktnu kolaboraciju među učesnicima, kao ni posrednu komunikaciju preko zajedničkog ili individualnog SPO;

2. tip ima mogućnost međusobne komunikacije između korisnika sesije, a zatim i korišćenje SPO, i dalje se ne obezbeđuje potpuna komunikacija uz korišćenje mogućnosti SPO (vođenje diskusije, prezentaciija mišljenja, glasanje);

3. tip oblika komunikacije spaja pozitivne osobine prethodna dva, sa težnjom da podrži neke osnovne osobine GSPO. Na ovom nivou to su pre svega automatizovani proces prikupljanja mišljenja članova tima, javna prezentacija istih, obezbeđena podrška grupnom glasanju;

4. tipa komunikacije osnovna karakteristika jeste mogućnost komunikacije među svim učesnicima sesije koju prati kompletna razmena relevantnih podataka, a dodatno i komunikacija sa SPO;

5. tip komunikacije uvodi novinu sa stanovišta GSPO, a to je stalna aktivna komunikacija među učesnicima sesije preko individualnih SPO, sa GSPO;
6. tip ima istaknutu nadogradnju u odnosu na prethodni tip komunikacije. On se odnosi na permanentni zahtev, da automatizovni proces grupnog odlučivanja bude kontrolisan od strane jednog od učesnika sesije, poznatijeg kao moderatora.
Osnovni (relevantni) elementi koji prate svaku razvijenu aplikaciju GSPO su brzina realizacije procesa GO i tačnost dobijenog rešenja. Prema (Bui 1987) postoji 5 varijanti struktura odlučivanja uz pomoć GSO. 
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Moguće strukture odlučivanja upotrebom GSPO

Pokazalo se da je struktura zvdezda najefektivnija kod rešavanja strukturiranih problema i polustrukturiranih problema. Dok struktura točak najviše odgovara za nestrukturirane i kreativne situacije odlučivanja.

6.4.6 Uloga i zadatak grupe u formiranju GSPO

Glavni ciljevi grupe su:

· Generisanje ideja i alternative (kreativni zadaci zahtevaju generisanje novih ideja, dok planski zadaci zahtevaju generisanje planova orjentisanih na alternative)

· Izbor alternativa (rešavanje i primena prešenja podrazumeva izbor najprihvatljivije alternative)

· Pregovaranje o alternativama (saznajno-konfliktni zadaci podrazumevaju približavanje suprotstavljenih gledišta, dok zadaci međovitih pitanja podrazumevaju približavanje suprotstavljenih motiva ili interesa)
Osnovne karakteristike GSPO, zavise od vrste, tipa i zadatka grupe koji ona treba da izvrši.
Prednosti primene GSPO u rešavanju pomenutih zadataka:

· Olakšavaju i pojednostavljuju unos i prikaz ideja svih članova grupe,

· Povećavaju brzinu procene ideja

· Obezbeđuju tehničku podršku za aktivnosti kreativnog mišljenja,

· Poseduju mogućnost izbora ispravnog rešenja

· Povećavaju efektivnost rešenja u zadacima pregovaranja, pogotovu tamo gde su interesi članoova grupe suprotstavljeni.

Znanje u poslovnoj inteligenciji

7.3 Vrste znanja

Osnova za donošenje poslovnih odluka jeste znanje. Znanje predstavlja informaciju sa dodatkom akcije (rešavanja problema) i pokazateljom koliko je slučaj iz prošlosti pogodan za rešavanje novog problema.

Definicija znanja u poslovnoj inteligenciji po Tiwana: informacija sa akcijom raspoloživa u pravom formatu, u pravo vreme i na pravom mestu za odlučivanje.

Znanje je uvek vezano za kontekst, a to znači da znanje koje važi u određenom kontekstu ne mora da važi u drugom. Kada se javi određeni problem koji treba da se reši, bitan je kontekst u kome se javlja, jer on zajedno sa problemom određuje rešenje koje se traži. Znanje predstavlja trojku problema, konteksta i rešenja. Rešenje predstavlja predlog akcije, koji predlaže DO. Kontekst treba shvatiti kao ograničenja koja postoje u sistemu, dok problem definiše cilj koji je potrebno sprovesti. Zapravo, znanje je model koji predlaže rešenje određenog problema u određenom kontekstu. U realnim primenama znanja u poslovnoj inteligenciji se dodaje još jedan zahtev da znanje treba da prođe iskustvenu proveru.
Za znanje važi da:

· Posedovanje znanja je preduslov donošenja ispravnih upravljačkih poslovnih odluka

· Znanje u sebi sadrži komponentu akcije

· Znanje je vezano za kontekst

· Znanje može da se predstavi trojkom – problem, kontekst i rešenje

· Znanje predstavlja prihvatljivo rešenje određnog problema koje najčešće nije optimalno

· Svako znanje traži empirijsku potvrdu.

Znanje može da se podeli na:

1. Proceduralno znanje – objašnjava proceduru rešavanja problema. Karakteristika ovog znanja je da ono objašnjava kako se rešava problem. Ovo znanje odgovara na pitanje Kako?, ali ne i Zašto? Znanje predstavljeno u vidu proceduralnog znanja onemogućava korisnika sistema da bude kreativan u unapređenju određenog znanja i da razmišlja zašto se nešto radi, već korisniku isključivo pomaže da reši određeni problem. (primer uputstvo za popravku kola)

2. Deskriptivno znanje -  opisuje sa više detalja određeni problem sa ciljem da se objasne pojmovi vezani za konkretnu problematiku. Ovom znanju nedostaje organizacija znanja u obliku problem, kontekst, rešenje. Ovo znanje, ipak, može da poboljša proceduralno. Kao deskriptivno znanje mogu da se smatraju nestrukturirana, nesistematizovana, uputstva za rešavanje određenog problema.
3. Semantičko znanje – znanje kod koga su uočene veze i zavisnosti koje vladaju između delova problema, konteksta i rešenja. Ovom znanju nedostaje komponenta rešenja. Predstavlja nadogradnju deskriptivnog znanja, jer se jasno uočavaju veze i međuzavisnosti komponenti znanja. Semanticko znanje, ide korak dalje od deskriptivnog znanja, ali ipak se oblik znanja pogodan za odlučivanje postiže tek u epizodnom znanju.
4. Epizodno znanje – sastavljeno je iz niza povezanih iskustvenih zapisa, tj slučajeva. Ovi slučajevi mogu se zvati scenarija ili epizode. Epizode su određena iskustvena znanja, a između njih postoji određena organizacija. Epizodno znanje sadrži komponentu akcije i predstavlja zapravo niz (sekvencu) epizoda između koji postoji određeni redosled, pri čemu svaka epizoda u sebi sadrži rešenje određenog malog problema. Iz epizodnog znanja može da se sazna šta uraditi, ali i zašto to uraditi. 
Epizodno znanje je najupotrebljivije za donošenje poslovnih odluka. Cilj je da svako znanje pređe put od proceduralnog i deskriptivnog do epizodnog, da bi se na kraju problem koji zahteva epizodno znanje, mogao rešavati na proceduralan način. Deskriptivno znanje služi kao polazna osnova, iz njega se uočava semantičko znanje, da bi se na kraju došlo do epizodnog znanja, koje treba da bude u formi proceduralnog. 
Iz epizodnog znanja može da se dobije proceduralno znanje, koje je bolje od prvobitnog proceduralnog. Normalno je da sva znanja nastaju iz epizodnog znanja, a ne obrnuto. 

Jedna od najpoznatijih podela znanja u svetu menadžmenta je podela na eksplicitno i prećutno znanje. Ova definicija je korisna jer naglašava razliku između ljudske i računarske komponente znanja.
Eksplicitno znanje je znanje sadržano u knjigama, dokumentima, izveštajima, tabelama i sl. Ovo znanje može jednostavno da se formalizuje, predstavi i sačuva u elektronskoj formi. Eksplicitno znanje organizacije čuvaju u BP ili sistemima za čuvanje znanja. Zapravo je eksplicitno znanje ono znanje koje može da se formalizuje.
Prećutno znanje je onaj deo znanja pojedinaca koji se teže formalizuje. To je znanje koje je prošlo iskustvenu proveru. Teško je rešavati određene probleme tako što se pročita knjiga ili uputstvo za rad. Ako određeni pojedinac ne poseduje praktičnu stranu rešavanja problema, njegova znanja su manje upotrebljiva. Najzanimljiviji deo prećutnog znanja je ekpertsko znanje koje ima veliku vrednost i koje organizacije često pokušavaju da uskladište u svoje baze podataka. Međutim, ekspertsko znanje je nekada teško zapisati i trenutno je nemoguće celokupno znanje jednog eksperta smestiti u računar. Verujemo ipak da prećutno znanje može da se zapiše pomoću paterna. 
Da bi se još bolje shvatilo znanje, dobro je uporediti znanje sa podacima i informacijama. Podatak je osnovni gradivni element informacije i znanja. Podatak nije previše složen u strukturnom smislu, a njegovo razumevanje je značajno sa stanovišta donošenja odluka.
Informacija je struktura (organizovani podatak) koja je složenija od podatka, a podaci su osnovni elementi te strukture. Informacije su podaci organizovani na način da predstavljaju izveštaj za određenog DO. 
Znanje ima složeniju strukturu od informacije, jer sadrži i komponentu rešenja određenog problema. Npr. ako DO želi izveštaj o starosnoj strukturi svojih zaposlenih u određenom sektoru, on dobija informaciju, međutim ako se DO pored informacije preporuči i određena odluka na osnovu podataka koji se nalaze u izveštaju tada se radi o znanju. Znanje sadrži komponentu akcije. To omogućava podršku odlučivanju, znanje je zbog toga, osnovna pdrške poslovnom odlučivanju.
Jedan oblik predstavljanja znanja jeste patern. Patern je nosilac znanja, ali je i gradivni element znanja. Bitno je uspostaviti razliku između paterna i slučaja. Slučaj iz prošlosti (transakcija) predstavlja jedan vid čuvanja znanja. Ipak, slučajevi nemaju sve osobine paterna, u smislu, da ne mogu da se lako iskoriste za generisanje novih rešenja kao što mogu paterni. Na slici je prikazan odnos slučajeva i paterna. Slučajeva za rešavanje određenog problema je mnogo, dok je patern slučaj koji se ističe u odnosu na druge slučajeve zbog svojih osobina, razumljivost, abstrakcije, jednostavnosti koje nudi svojim rešenjem, a ipak složenošću koju rešava.
7.4 Patern i patern pokret
Po Delibašiću, paterni predstavljaju iskustveno dokazana rešenja za probleme u određenom kontekstu. Mogu da se predstave trojkom (problem, kontekst, rešenje). Paterni su prošli iskustvenu validaciju, tj. njihova primena se pokazala kao uspešna za rešavanje problema u određenom kontekstu.
Znanje eksperta može da se modelira preko paterna. Svaki ekspert je tokom svog procesa učenja savladao određeni broj paterna koji ga čine ekspertom u toj oblasti.

Danas se paterni proučavaju najviše u softverskom inženjerstvu gde se generišu velike količine koda i grade veliki sistemi. Sama primena paterna kao nosioca znanja je počela da se razvija kao disciplina u arhitekturi, ali se koristi i u softverskom inženjerstvu, telekomunikacionim organizacijama, upravljanju projektima.

Zapravo su paterni svojevrsna podrška odlučivanju projektantima sistema i mogu da se koriste kao nosioci znanja u najrazličitijim oblastima.

Paterni imaju i dublje značenje. Ideja tvorca patern pokreta Kristofera Aleksandera je da nađe fundamentalne zakonitosti po kojima priroda i ljudi stvaraju. Aleksander smatra da u prirodi postoje zakonitosti do kojih ljudi sve teže dolaze, a koje su potrebne za projektovanje sistema koji su efikasni. Pošto je Aleksander arhitekta, njegove mere za uspešnost sistema su estetika, harmonija, sklad, izazivanje osećanja mira. Aleksander je proučavao građevine širom sveta i utvrdio da neke u ljudima izazivaju bolja osećanja od drugih. Tragajući za odgovorom zašto je to tako, shvatio je da zapravo traži zakonitosti koje su fundamentalne u prirodi. 
Dva pojma su ključna za shvatanje Aleksanderove teorije, a to su celina i patern. Celina je okruženje u kome se razvija rešenje tj patern. Svaka celina je sastavljena od paterna. Aleksander izvodi sledeće zaključke:
· Paterni sadrže život (životno rešenje)

· Paterni se nadopunjuju: postojanje i funkcionisanje jednog paterna utiče na drugi patern

· Paterni su sastavljeni od paterna

· Celina dobija svoju životnost s obzirom na gustinu i intenzitet paterna koji postoje unutar nje.
Svako rešenje je sastavljeno od skupa paterna između kojih postoji određena organizacija, kao kod epizodnog znanja. Ta struktura može biti linearna, ali je najčešće i mnogo složenije. Skup paterna koji čine jedno rešenje jednog problema naziva se patern jezik. Svaki patern je istovremeno i patern jezik, ali takođe može da se koristi za gradnju drugih patern jezika.
Predlažu se sledeće osobine koje treba da ima patern:

· Treba da bude alat namenjen za rešavanje određenog problema

· Treba da povezuje različite nivoe apstrakcije rešenja

· Sadrži i funkcionalne i nefunkcionalne osobine

· Prepoznatljivost u rešenju

· Rešava bitne odluke kod projektovanja rešenja

· Predstavlja deo patern jezika

· Iskustveno je proveren

· Vezan je za određeni domen

· Predstavlja značajnu ideju

7.5 Paterni odlučivanja

Većina algoritama za podršku odlučivanju napravljena je od strane naučnika koji ne poznaju većinu zahteva korisnika i da su onda takvi algoritmi upotrebljivani u praksi.

Za zapisivanje paterna mogu da se koriste različite forme, Aleksanderova, Portlandova, Koplienova. Za početnike u pisanju paterna se preporučuje Koplienova forma pisanja paterna, preko ove forme može da se zapiše sledeći patern:
Ko ispadne iz stroja, ostaje van stroja.

1. Kontekst: Patern se koristi u redno vezanim sistemima.
2. Problem: Kako da sistem ostane efikasan kada jedan član koči ceo sistem?
3. Sile:
· Snaga redno vezanog sistema jednaka je snazi najslabijeg objekta
· Jedan objekat uslovljava neefikasnost sistema
· Objekat na kraju reda ne utiče na efikasnost celog sistema
4. Rešenje: Izbaciti objekat iz sistema, vratitit ga na kraj reda, kako ne bi uticao na efikasnost sistema.
5. Rezultujući kontekst: Izbacivanjem objekta koji usporava sistem, sistem funkcioniše efikasnije; objekat koji je usporio sistem je kažnjen.
Četiri paterna odlučivanja i proces otkrivanja znanja
Četiri paterna koji se javljaju u procesu odlučivanja su:
Divide et impera (podeli pa vladaj) je jedan od najrasprostranjenijih paterna u prirodi. Svaki problem koji se javlja u životu, obično je takav da treba da se rastavi na manje delove da bi bio savladiv. Ovaj patern se primenjuje u politici, ratovanju. Kod podrške odlučivanju i PI, ovaj patern ima veliku ulogu u definisanju strukture problema koja je upravljiva. Naime obično je problem nestrukturiran. Da bi se napravio strukturiranim treba problem definisati preko skupa atributa i odgovarajućih težina. Ova struktura definiše način na koji će podaci biti prikupljani i čuvani u bazi podataka. U Koplienovoj formi patern može da se zapiše kao:

Divide et impera

1. Kontekst: Treba rešiti određeni problem. 

2. Problem: Problem ne može da se opiše preko samo jednog opšteg atributa, postoji više kriterijuma koji su različitog intenziteta koji definišu problem.
3. Sile:
· Rastavljanjem problema na kriterijume dolazi se do mogućnosti rešavanja problema
· Nije jasno koliko koji atribut utiče na rešenje problema, težine se ne određuju jednoznačno
· Može se desiti da se u sistem ne uključi kriterijum koji ima uticaj na rešenje ili da se uključi kriterijum koju nije bitan
· Tek kada se problem reši moguće je naći zadovoljavajuću strukturu, ipak već na početku rešavanja problema treba definisati istu, jer predstavlja preduslov početka rešavanja problema
4. Rešenje: Problem se rastavlja na kriterijume, tako da se dobija struktura problema. Svakom kriterijumu se dodeljuje određena težina koja predstavlja značajnost kriterijuma u modelu.
5. Rezultujući kontekst: Dobijena je struktura kriterijuma i određene su težine kriterijuma. Težine kao i atributi, imaju veliki uticaj na krajnje rešenje. Ne može se znati da li će izabrana struktura i podešene težine rešiti problem.
Patern Dodeli zajedničku vrednost je široko rasprostranjen. Paterni se najlakše uočavaju u organizacijama koje traju veoma dugo. Verovatno one ne bi ni trajale toliko dugo da svoje znanje i sistem nisu gradile od paterna. Zato i jeste cilj da se koriste paterni u rešavanju problema, jer rešenja koja mogu da se ponude imaju veću trajnost od rešenja koja nisu paterni. Organizacije grade svoju organizacionu kulturu upravo iz razloga da bi podstakli jedinstvo ka postizanju ciljeva organizacije i lakše upravljali kadrovima. Ovim paternom koji se često zove i normalizacija, svim podacima se dodeljuju zajednička obeležja. Sa druge strane se gubi na kvalitetu podataka, ali se stiče mogućnost efikasnog upravljanja istim. Svi podaci koji čine bazu podataka za odlučivanje dobijaju zajedničku meru preko kojih svi podaci mogu da se izraze. Ovo je potrebno radi ostvarivanja mogućnosti da se upoređuju podaci čime se ostvaruje mogućnost za donošenje odluke. Npr. vojska – uniforma, sportski tim – dresovi. Patern može da se zapiše ovako:

Dodeli zajedničku vrednost

1. Kontekst: Prikupljeni su podaci (slučajevi) shodno strukturi problema koja je određena paternom Divide et impera

2. Problem: Neki podaci su kvalitativnog, a neki kvantitativnog karaktera. Podaci u opštem slučaju nisu uporedivi tj ne poseduju zajednički imenioc koji bi omogućio analizu i upoređivanje podataka.
3. Sile:
· Dodeljivanjem zajedničkog imenioca podacima, sistem postaje jednostavan za analizu
· Gubi se određena količina informacija
· Nekada se transformacijom podataka, omogućava da se u podacima otkrije neka zanimljiva zakonitost
· Nije moguće znati na početku rešavanja problema koji način transformacije je najbolji
· Tek kada se nađe prihvatljivo rešenje, može da se nađe i prihvatljiv način da se normalizuju podaci

· Bez ove transformacije iz sistema ne mogu da se dobiju rešenja

4. Rešenje: Transformisati podatke tako da sistem odlučivanja može da funkcioniše
5. Rezultujući kontekst: Podaci su spremni za dobijanje određenog rešenja. Transfromacija koja je sprovedena nudi samo prihvatljivo, a nikada optimalno rešenje.
Kada je svim podacima dodeljena zajednička vrednost, moguće je izvlačiti agregacije i zakonitosti iz podataka.
Svi kao jedan (agregacija) predstavlja patern koji predstavlja funkciju koja iz podataka izvlači agregacije, tj rešenje na osnovu kojih može da se donosi odluka. Ovo je u stvari sintetička faza dobijanja znanja, dok je Divide et impera analitička faza, a Dodeli zajedničku vrednost zapravo povezuje analitičku i sintetičku fazu procesa otkrivanja znanja. Ovaj patern može da se zapiše u sledećem obliku:

1. Kontekst: Podaci su međusobno uporedivi i spremni za izvlačenje rešenja

2. Problem: Kako dobiti rešenje?
3. Sile:
· U podacima postoji obično više rešenja koja je moguće dobiti, tj ne postoji jedinstveno rešenje
· Svaka agregacija samo prikazuje jedan pogled na podatke
· Ne može se znati koja je agregacija ili agregacije najbolje rešavaju problem dok se rešenje netestira
· Ipak ni testiranje ne može da se sprovede ukoliko nema rešenja

4. Rešenje: Izračunati agregaciju na osnovu koje može da se reši problem
5. Rezultujući kontekst: Rešenje za problem odlučivanja je generisano. Radi se najčešće o rešenju koje nije optimalno za određeni problem. Rešenje tek treba da se proveri da bi se došlo do saznanja koliko je upotrebljivo.
Poslednji ali možda i najvažniji patern odlučivanja, je patern Analiza. Predstavlja patern koji unpređuje sistem odlučivanja. Jedan je od ključnih paterna u odlučivanju jer pokazuje koliko je otkriveno rešenje dobro ili ne. Ovaj patern se naziva evaluacija rešenja. Patern može da se zapiše ovako:

1. Kontekst: Generisano je rešenje. Postoji sumnja da li je rešenje zaista najbolji način da se problem reši.

2. Problem: Kako oceniti i unaprediti rešenje?
3. Sile:
· Nemoguće je tačno utvrditi na kom mestu procesa otkrivanja znanja je otkrivena greška
· Uvek se predpostavlja da je nešto u redu kada se testira druga stvar
· Moguće je analizom doći do odluka koje mogu da poboljšaju otkriveno znanje preko bolje strukture problema, bolje normalizacije i bolje agregacije
4. Rešenje: Izvesti analizu rešenja i doneti odluke koje mogu da unaprede otkrivanje znanja. Sistem se unapređuje iterativno.
5. Rezultujući kontekst: Donesene su odluke koje mogu da poboljšaju proces otkrivanja znanja, ipak ni ove odluke ne mogu da garantuju da će novo rešenje biti bolje.
7.6 Tumačenje otkrivenih zakonitosti

Alati poslovne inteligencije, a pre svega alati OZP, korisnicima otkrivaju zakonitosti na osnovu kojih se donose odluke. Sledi prikaz zakonitosti dobijeni od:
1. Algoritama za klasterovanje – postavlja se pitanje šta je znanje u slučaju klasterovanja? Ako se pođe od definicije po kojoj je znanje informacija sa dodatkom akcije, u rezultatima modela klasterovanja nedostaje komponenta akcije. Tu komponentu najčešće definiše DO i to da bi se bolje prilagodio različitim vrstama svojih klijenata. Kada DO za svaki klaster definiše akciju koja se sprovodi kada se klijent (slučaj) nađe u određenom klasteru tada može da se kaže da postoji znanje za donošenje odluke. Pre nego što DO može da definiše akcije za klastere prethodno treba da bude zadovoljan otkrivenim klasterima. Tek kada se otkrije zadovoljavajuće klasterovanje podataka, moguće je razmišljati o dodeljivanju akcija za svaki klaster.

2. Asocijativna pravila – ovaj algoritam može da otkrije zakonitosti koje klaster algoritam nije mogao. Pošto asocijativna pravila imaju oblik AKO – TADA koji se koristi za pravljenje BP možemo da kažemo da imaju oblik koji odgovara definiciji znanja. Uz svako asocijativno pravilo, uobičajeno se dobijaju i podaci o podršci (support), poverenju (confidence) i neočekivanosti (lift) pravila. Ove mere koje obično prate svako asocijativno pravilo govore o kvalitetu otkrivene zakonitosti, te stoga bacaju dodatno svetlo na zakonitosti koje se nalaze u podacima.
3. Stablo odlučivanje – ovde su otkrivene zakonitosti uređene hijerarhijski, te postoji jasan redosled korišćenja pravila. Pošto je svako stablo odlučivanja zapravo skup hijerarhijski uređenih AKO – TADA pravila, i one potpadaju pod definiciju znanja. Dodatna pogodnost stabla jeste što podržavaju proces odlučivanja bolje od asocijativnih pravila jer pružaju i jasan redosled korišćenja pravila.
4. Neuronske mreže – one mogu da se shvate kao tzv crne kutije u kojima im se zadaju podaci, a one vraćaju određeni izlaz, tj rešenje. Tumačenje rezultata neuronskih mreža je teško, ali imaju sposobnost da postižu visok nivo kvaliteta određenih zakonitosti. Neuronske mreže mogu da otkriju zakonitosti s tim što su ograničene mogućnosti eksplicitnog izražavanja tih zakonitosti. Zakonitosti koje otkriva neuronska mreža mogu da se koriste za pravljenje baza znanja. Naime, ako se svakom problemu dodeli rešenje koje predlaže neuronska mreža, tada se takva tabela može sačuvati i koristiti kao baza znanja. Rezultati otkriveni neuronskom mrežom mogu da se prevedu u oblik koji odgovara znanju. Ne može jasno da se objasni zašto je određeni slučaj klasifikovan u određenu klasu, ali je ipak znanje dobijeno na ovaj način korisno.
5. Histogram – ovo je još jedan način dobijanja znanja, putem raznih tabela i grafikona koji mogu da pruže DO više od klasičnih izveštaja koji se dobijaju SQL upitima. Tip zakonitosti koji se otkriva preko grafikona je izuzetno koristan, s tim da algoritmi OZP mogu nekada brže da uoče ove zakonitosti od analitičara. Prikazuje učestalost pojavljivanja različitih vrednosti.
7.7 Zaključak: Model poslovne inteligencije
Model PI koji se razvija od strane Centra za poslovno odlučivanje na FON-u. Osnovni cilj DO je da određeni problem koji se javlja u poslovnom procesu organizacije reši u što kraćem vremenu na što bolji način. To može da uradi ukoliko poseduje znanje za donošenje odluke. Centralni deo slike predstavlja proces otkrivanja znanja koji je opisan preko 4 fundamentalna paterna odlučivanja. Model PI pruža podršku DO u procesu dolaska do znanja koristeći ekspertsku i računarsku pomoć. Sa ekspertske strane, DO stoji na raspolaganju ili podrška grupe ili ekspertska podrška. Svaki put kada grupa ili ekspert reše određeni problem oni time znanje koje poseduju unapređuju. Otuda linija od rešenja do eksperta. Sa druge strane, računarska podrška se zasniva na podacima koji se prikupljaju u bazama i skladištima koja sadrže najzanimljivije podatke za analizu i bazama znanja koje čuvaju uskladišteno znanje eksperta u određenoj oblasti. Nad skladištem podataka je moguće izgraditi OLAP kocku. Nad OLAP kockom je moguće sprovoditi OZP, izgraditi sistem ZOS. Nad BP i SP je moguće razviti sistem ZOS ili sprovoditi OZP. Nad bazom znanja je moguće razviti ekspertni sistem. SPO je moguće razviti nad nekim modelima koje je otkrio ZOS ili nekim drugim iskustveno proverenim modelima koje je moguće koristiti u organizaciji. PI bi trebala da bude integralni deo svakog informacionog sistema organizacije. Iz tog razloga bi sve odluke koje se sprovode trebalo čuvati u odgovarajućim bazama. Ovo bi omogućilo da se znanje efikasno koristi i da organizacija koristi pun potencijal svojih kadrova i svojih podataka.
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